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摘要 迭代学习模型预测控制 (iterative learning model predictive control, ILMPC) 作为一种广泛应

用于批次生产过程的数据驱动智能控制策略, 能够在沿批次逐步提高跟踪性能的同时沿时间不断抑

制实时干扰. 现有 ILMPC 算法的点对点学习机制依赖于批次运行工况的强一致性, 以此保证当前批

次与历史批次间的有效信息传递. 然而, 生产需求和生产环境的变化通常会导致各批次的操作轨迹和

操作周期存在差异, 从而使得历史批次提供的先验知识对于后续批次呈现出不精确性和不完整性. 为

了提高 ILMPC 在变运行工况条件下的适应性和灵活性, 本文提出了一种具有知识迁移机制的数据驱

动 ILMPC 策略. 建立自适应深度神经网络 (deep neural network, DNN) 沿批次学习 ILMPC 控制行

为, 实现历史控制经验在当前批次工况下的全面转换. 为抑制 DNN 前期估计误差的影响, 在知识迁移

机制下进一步构建 Tube 控制结构下的 ILMPC 算法, 保证 ILMPC 系统的时域稳定性和迭代域收敛

性. 针对非线性注塑过程的仿真实验验证了在操作轨迹和操作周期同时变化时, 所提方法在跟踪精度

和收敛速度方面具有明显优势.
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1 引言

迭代学习模型预测控制 (iterative learning model predictive control, ILMPC) 作为一种二维 (two-

dimensional, 2D)智能控制策略,近年来在批次工业控制领域受到广泛关注 [1∼6]. 批次生产过程通常按

照固定生产流程进行重复操作, 随批次不断累积的控制经验可用于在后续批次修正控制信号. ILMPC

的迭代学习控制 (iterative learning control, ILC) [7∼9] 结构可以通过挖掘批次过程数据中蕴含的先验知

识沿批次逐步提高系统跟踪性能.此外, ILMPC时域上采用的模型预测控制 (model predictive control,

MPC) [10∼13] 滚动优化机制能够增强系统的抗实时干扰能力, 保证时域稳定性.

引用格式: 马乐乐, 刘向杰, 高福荣. 基于知识迁移的数据驱动迭代学习模型预测控制. 中国科学: 信息科学, 2024, 54: 1752–1774,

doi: 10.1360/SSI-2023-0279
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历经二十几年的发展, ILMPC理论已在非线性系统控制 [14,15]、受扰系统控制 [16]、不确定性系统控

制 [17] 等方面取得系列成果. 然而, ILMPC 的点对点学习机制要求各次重复操作的运行工况具有强一

致性, 限制了 ILMPC 策略在实际工业环境下的推广和应用. 实际批次生产过程的实时优化 (real time

optimization, RTO) 层会根据产品类型、规格及环境扰动等变化同时改变操作轨迹和操作周期 [18, 19],

这导致基于原始参考轨迹的先验知识对于后续批次而言呈现出不精确性和不完整性. 当新参考轨迹明

显偏离原始参考轨迹时, 经典 ILMPC 需要重置迭代学习过程, 造成了学习过程的停滞甚至回退.

在过去十几年间, ILC 领域涌现了许多针对非重复工况问题的解决方案, 其主要思想是将 ILC 与

鲁棒控制技术或自适应控制技术结合以提高系统对变化运行工况的适应能力. 针对变操作轨迹问题,

文献 [20] 最早针对离散高阶系统提出一种自适应 ILC 策略, 利用递归最小二乘算法直接结合参考轨

迹变化信息设计显式的 ILC 学习律. 基于相似的控制结构, ILC 领域学者进一步设计了一系列改进自

适应 ILC 学习律用于数据驱动非线性系统 [21]、二维线性 Fornasini-Marchesini 系统 [22], 以及二阶非

线性系统 [23]. 不同于上述的参数化 ILC 策略, 文献 [24] 针对线性随机系统构建了一种基于状态空间

模型的最优 ILC 策略, 通过迭代域/时域的 Kalman 滤波实现了变参考轨迹下的迭代状态估计. 针对

初始状态偏移这一特殊问题, 文献 [25] 在 ILC 中引入一类修正函数使得参考轨迹向前推移一段时间,

以补偿初始状态的错位. 上述的自适应 ILC 方案均需要显式表达控制律, 因此无法直接推广到具有隐

式学习律的有约束 ILMPC 算法中. 文献 [26, 27] 将参考轨迹变化视作 ILMPC 系统的二维扰动, 通过

引入 H∞ 控制技术来抑制参考轨迹变化对系统跟踪精度的影响,首次在有约束 ILMPC框架下实现了

对变参考轨迹的全区间高精度跟踪.

针对变操作周期问题, 文献 [28∼30] 初步设计了一种静态补偿方法, 以零值填补各批次的缺失数

据, 从而将各批次调整至相同长度.文献 [31∼34]将用于补偿的零值替换为各批次的终端值,从而避免

了数据陡变导致的跟踪波动.为改善补偿精度,文献 [35∼37]进一步提出了动态补偿方案,采用基于过

程模型的预测值填补各批次缺失数据, 实现了数据填补精度的提升. 不同于数据填补这种直接解决方

案, 改进学习结构也是一种在变操作周期下推进学习进程的有效手段. 文献 [38] 构建了一种基于指示

器的新型学习结构, 使得 ILC 仅从距离最近的具有相当操作周期长度的批次学习控制经验. 文献 [36]

设计了一种基于事件切换的学习结构, 根据相邻批次的长度关系确定学习阶次, 从而实现先验知识最

优性和准确性间的平衡. 然而, 已有的研究成果仅能单独解决变操作轨迹或变操作周期问题, 无法在

两种问题同时存在时保证沿迭代方向的学习效率和沿时间方向的跟踪精度,由操作工况变化导致的跟

踪偏离将会持续多个批次甚至将造成控制信号发散.

当各生产批次间存在操作轨迹和操作周期差异时, 由于系统动态和时间尺度不匹配, 历史批次的

运行数据不能直接应用于当前批次的 ILMPC 控制律更新. 因此, 需要将历史运行数据中包含的先验

知识转化为与当前批次工况相适应的形式. 深度神经网络 (deep neural network, DNN) 具有突出的非

线性函数逼近能力 [39,40], 可以用来实现先验知识在批次间的全区间迁移. 利用 ILMPC的控制行为数

据和被控系统的反馈数据沿批次重复训练 DNN 估计器, 由 DNN 估计器在每个当前批次生成与目标

操作轨迹对应的控制参考轨迹, 从而实施 ILMPC 的迭代学习功能. 基于 DNN 估计器修正后的高匹

配度先验知识, ILMPC能够在变运行工况下保持有效的控制律更新,提高沿批次方向的跟踪误差收敛

速度.

批次生产过程的运行数据随批次逐渐累加, 早期批次存在数据量和数据完备度不足的问题 [41, 42],

会导致 DNN 估计器精度偏低 [43]. 为了限制早期批次估计误差对后续批次控制性能的影响, 需要引入

干扰抑制机制提高 ILMPC对 DNN逼近误差的鲁棒性. Tube控制策略是一种处理有界干扰的先进技

术 [44, 45], 将其与 ILMPC 融合能够保证控制系统跟踪误差沿批次的有界收敛. 随着批次累加, 历史运
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行数据的体量和完备度会逐渐增加, DNN 估计器的精度随之提升, Tube 控制架构的效应会逐渐减弱

从而增强 ILMPC 控制的最优性.

因此, 本文针对批次过程变工况导致的历史信息不完整和不准确问题, 构造了一种具有先验知识

迁移机制的数据驱动迭代学习模型预测控制策略, 具体创新点体现在以下 3 个方面:

(1) 为处理变运行工况导致的信息不匹配问题, 构造了自适应 DNN 估计器将历史批次蕴含的先

验知识迁移至当前批次的运行工况下.

(2) 为抑制早期批次 DNN 估计误差较大带来的不利影响, 建立了基于 Tube 的 ILMPC 控制结构

将实际跟踪误差限制在预先设定的不变集内.

(3) 基于二维递归可行性结论, 结合 Tube 不变集理论证明了具有先验知识迁移机制的数据驱

动 ILMPC 系统沿批次有界收敛.

2 变工况条件下基于 DNN 的先验知识迁移

2.1 变工况问题描述

描述典型非线性批次过程的数学模型为

xk (t+ 1) = f (xk (t) , uk (t)) + ω (t) , (1)

其中 k 表示迭代次序, t ∈ [0, Tk)表示运行时间, Tk 表示第 k 次迭代的操作周期 (即批次长度). xk (t) ∈
X 和 uk (t) ∈ U 分别代表第 k 批次 t 时刻 nx × 1 维的状态向量和 nu × 1 维的控制输入向量, 其中 X
和 U为系统物理约束构成的集合. f (xk (t) , uk (t))代表系统的非线性动态,且满足 Lipschitz连续性条

件. ω (t) 代表系统的未知重复性扰动. 批次过程 (1) 的控制任务为在当前第 k 批次在时间范围 (0, Tk]

内跟踪参考状态轨迹 xr
k (t).

定义跟踪误差为

xe
k (t) = xk (t)− xr

k (t) . (2)

将式 (2) 代入式 (1) 可得

xe
k (t+ 1) = f (xe

k (t) + xr
k (t) , uk (t)) + ω (t)− xr

k (t+ 1) , t ∈ [0, Tk) . (3)

经典 ILMPC 利用前一批次的控制经验更新当前批次的控制律, 因而需要显式描述相邻批次间的

迭代关系. 根据式 (3), 第 k − 1 批次的系统动态可描述为

xe
k−1 (t+ 1) = f

(
xe
k−1 (t) + xr

k−1 (t) , uk−1 (t)
)
+ ω (t)− xr

k−1 (t+ 1) , t ∈ [0, Tk−1) . (4)

当状态参考轨迹 xr
k (t) 和操作周期 Tk 随批次 k 随机变化时, 会造成 xr

k (t) ̸= xr
k−1 (t) 以及 Tk ̸=

Tk−1. 因此, 无法由式 (3) 和 (4) 推导出显式的迭代关系, 即前一批次的运行经验无法直接移植到当前

批次的运行工况中. 为解决此问题, 必须完成历史批次的先验知识在当前生产条件下的精确转换, 从

而有效推进迭代学习的进程. 这要求控制系统能够在每一当前批次通过历史经验学习获得与新状态

参考轨迹 xr
k (t)相适应的控制参考轨迹 ur

k (t) (t ∈ [0, Tk)). 为此,本节建立自适应 DNN模型沿批次模

拟 ILMPC 的控制行为, 生成 ILMPC 在线 2D 优化所需的先验控制参考轨迹 ur
k (t). 基于 DNN 的先

验知识迁移机制与 ILMPC 控制器的关系如图 1 所示.
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图 1 (网络版彩图) 基于先验知识迁移机制的 ILMPC 构架

Figure 1 (Color online) Scheme of ILMPC based on prior knowledge transfer

2.2 基于 DNN 的先验知识迁移技术

对于确定的批次过程 (1), ILMPC优化求解得到的控制量取决于系统当前状态和目标状态. 因此,

为模拟 ILMPC 控制行为, 选取 DNN 输入为系统当前状态和次态, 输出为当前控制信号. 实现批次间

先验知识迁移的 DNN网络结构如图 2所示. 在运行至第 k批次时,临近 l个批次的数据被调用构成输

入样本数据 Xk = [xi (t) xi (t+ 1)]
T 以及输出样本数据 Yk

∗ = ui (t),其中 i = k− l, k− l+1, . . . , k− 1,

t = 0, 1, . . . , Ti − 1.

第 j 个隐含层的输出 hj (j = 1, 2, . . . , L) 表示为

hj = σ (Wjhj−1 + cj) , (5)

其中 σ (·) 为激活函数, Wj 和 cj 分别为第 j − 1 个隐含层和第 j 个隐含层之间的连接权重和偏置.

网络输出表示为

Y = N
(
X; W̄

)
= Woσ (WLσ (WL−1σ (· · · ) + cL−1) + cL) + co, (6)

其中 W̄ = [W1, c1,W2, c2, . . . , WL, cL,Wo, co], Wo 和 co 分别代表第 L 个隐含层和输出层之间的连接

权重和偏置.

为应对批次过程运行数据体量小和非平稳特性, 采用扩展卡尔曼滤波 (extended Kalman filter,

EKF) [46] 训练图 2 所示的 DNN 模型. 以第 k + 1 批次为例, 在当前批次运行开始前网络权重矩阵 W̄
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图 2 (网络版彩图) 实现批次间知识迁移的 DNN 网络结构

Figure 2 (Color online) Architecture of DNN for knowledge transfer between batches

通过下式进行自适应更新:

W̄k+1 = W̄k −KkEk,

Kk = P̄kJF k

(
RNk + JF k

TP̄kJF k

)−1
,

P̄k+1 = QNk +
(
1−KkJF k

T
)
P̄k,

(7)

其中 Kk 为卡尔曼滤波增益, P̄k 为估计误差的协方差矩阵, QNk 和 RNk = rNkI 分别为人工噪声和测

量噪声的协方差矩阵, JF k 表示网络输出 Yk 对 W̄k 求导得到的雅可比 (Jacobi)矩阵, 建模误差 Ek 表

示为

Ek = Yk − Yk
∗, (8)

其中 Yk = N
(
Xk; W̄k

)
. 协方差矩阵 QNk 可通过式 (9) 的最大似然法进行更新以提高网络训练收敛

速度:

QNk =
1

nw


k∑

j=k−nw+1

{
∆W̄j∆W̄T

j

}
+ P̄k − P̄k−nw

 , (9)

其中 ∆W̄j = W̄j − W̄j−1, nw 为实施 QN 更新的窗口长度.

根据文献 [33] 的定理 1, 当 ∥Ek∥ >
√
192ζk 时, 若协方差矩阵 RNk = rNkI 中 rNk 取为

rNk =
1

2

(
3Yk

no
+

∥Ek∥2

64no

)
, (10)

按照式 (7)更新的权重矩阵 W̄k 将沿批次收敛至最优值.其中, no 代表网络输出部分的神经元个数, ζk

代表矩阵 JF
T
k P̄kJF k 的迹.
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将参考状态轨迹输入至训练后的 DNN 模型, 生成近似的控制参考轨迹. 则第 k 批次的控制参考

轨迹表达式为

ûr
k (t) = N

(
xr
k (t) , x

r
k (t+ 1) ; W̄k

)
, (11)

其中 ûr
k (t) 将作为先验控制参考信号加入到 ILMPC 的在线 2D 优化中.

图 2 所示的 DNN 能以任意精度逼近非线性映射关系 [47], 因此必存在上界 ςuk 使得控制参考信号

的估计误差满足

|ûr
k (t)− ur

k (t)| 6 ςuk , (12)

其中符号 |·| 代表取欧几里得范数.

根据 Lipschitz 连续性条件, 可由式 (1) 得

|x̂r
k (t+ 1)− xr

k (t+ 1)| 6 ςxk , (13)

其中,

x̂r
k (t+ 1) = f (xr

k (t) , û
r
k (t)) + ω (t) , (14)

xr
k (t+ 1) = f (xr

k (t) , u
r
k (t)) + ω (t) , (15)

ςxk 6 Lu ∥ûr
k (t)− ur

k (t)∥ 6 Luς
u
k , (16)

Lu 为 Lipschitz 常数.

3 基于先验知识迁移的 Tube ILMPC 策略

早期批次可利用的历史数据较为有限, DNN 估计器的精度通常不足, 会导致估计误差上界 ςuk 较

大, 严重降低 ILMPC 的收敛性能 [48, 49]. 基于式 (12) 和 (13), 可以将 Tube 控制技术融合至 ILMPC

来抑制 DNN 估计误差的影响.

定义 dk (t) = x̂r
k (t+ 1)− xr

k (t+ 1). 根据式 (14) 和 (15), 批次过程 (1) 沿批次方向的增量模型可

表示为

xk (t+ 1) = fa (xk (t) , uk (t)) + dk (t) , (17)

其中,

fa (xk (t) , uk (t)) = xr
k (t+ 1) + fe (xk (t) , uk (t)) ,

fe (xk (t) , uk (t)) = f (xk (t) , uk (t))− f (xr
k (t) , û

r
k (t)) ,

|dk (t)| 6 ςxk 为有界扰动.

系统 (17) 对应的标称模型可描述为

zk (t+ 1) = fa (zk (t) , vk (t)) , (18)

其中 zk (t) 和 vk (t) 分别代表标称状态和标称输入.
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3.1 标称 ILMPC 控制器

基于标称模型 (18), 设计标称 ILMPC 控制器通过滚动时域 2D 优化将标称状态 zk (t) 驱动至参

考状态轨迹 xr
k (t). 标称控制输入信号 vk (t) 由 ILC 控制信号 vILCk (t) 和 MPC 控制信号 vMPC

k (t) 两

部分组成, 可表示为

vk (t) = vILCk (t) + vMPC
k (t) . (19)

在第 k − 1 批次和第 k 批次的运行间隔, 求解以下标称 ILC 优化问题:

min
∆vILC

k

J ILC
k = ∥ze

k∥
2
Q +

∥∥∆vILC
k

∥∥2
R

(20)

s.t. zk (t+ 1) = fa
(
zk (t) , û

r
k (t) + ∆vILCk (t)

)
,

其中,

ze
k =


zek (1)

zek (2)

...

zek (Tk)

 =


zk (1)− xr

k (1)

zk (2)− xr
k (2)

...

zk (Tk)− xr
k (Tk)

 , ∆vILC
k =


vILCk (0)− ûr

k (0)

vILCk (1)− ûr
k (1)

...

vILCk (Tk − 1)− ûr
k (Tk − 1)

 ,

Q 和 R 为权重矩阵.

在每个采样时刻 t, 求解以下标称 MPC 优化问题:

min
vMPC
k |Tk−1

t

JMPC
k (t) =

∥∥∥ze
k|

Tk

t+1

∥∥∥2
Q
+
∥∥∥δvk|Tk−1

t

∥∥∥2
R

(21)

s.t. zk (t+ 1) = fa
(
zk (t) , vILCk (t) + vMPC

k (t)
)
,

vk ∈ V, zk ∈ Z, zek (Tk) = 0,

其中,

ze
k|

Tk

t+1 =


zek (t+ 1)

zek (t+ 2)

...

zek (Tk)

 =


zk (t+ 1)− xr

k (t+ 1)

zk (t+ 2)− xr
k (t+ 2)

...

zk (Tk)− xr
k (Tk)

 , δvk|Tk−1
t =


vk (t)− vk (t− 1)

vk (t+ 1)− vk (t)

...

vk (Tk − 1)− vk (Tk − 2)

 ,

V ⊆ U 和 Z ⊆ X 分别为关于标称输入 v 和标称状态 z 的收紧约束.

3.2 辅助控制器

标称 ILMPC 优化 (20) 和 (21) 实现了标称系统跟踪误差的最小化, 并保证了标称系统的时域稳

定性. 本小节引入辅助控制器最小化实际系统与标称系统间的偏差, 将实际状态 xk (t) 限制在标称状

态 zk (t) 附近的 Tube 不变集内. 辅助控制器的优化机制基于以下复合系统:xk (t+ 1) = fa (xk (t) , uk (t)) ,

zk (t+ 1) = fa (zk (t) , vk (t)) .
(22)
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为抑制实际系统 xk (t+ 1) = fa (xk (t) , uk (t)) + dk (t)与标称系统 zk (t+ 1) = fa (zk (t) , vk (t)) 间

的偏差, 辅助控制器的优化目标函数定义为

JAU
k (t) =

∥∥∥xe
k|

Tk

t+1 − ze
k|

Tk

t+1

∥∥∥2
Q
+
∥∥∥uk|Tk−1

t − vk|Tk−1
t

∥∥∥2
R
+ Vf (x

e
k (Tk)) , (23)

其中

xe
k|

Tk

t+1 =


xe
k (t+ 1)

xe
k (t+ 2)

...

xe
k (Tk)

 =


xk (t+ 1)− xr

k (t+ 1)

xk (t+ 2)− xr
k (t+ 2)

...

xk (Tk)− xr
k (Tk)

 , uk|Tk−1
t =


uk (t)

uk (t+ 1)

...

uk (Tk − 1)

 ,

Vf (x
e
k (Tk))为终端代价函数,相应的控制不变集表示为 Xf = {xe

k|Vf (x
e
k) 6 α} , α > 0,并对任意 xe

k ∈
Xf 满足

min
uk∈U

{
V ′
f (fe (xk, uk)) + ∥xe

k∥
2
Q1

+ ∥δuk∥2R1

∣∣∣xe
k ∈ Xf

}
6 V ′

f (x
e
k) ,

Vf = βV ′
f , β > 1,

(24)

其中 Q1 和 R1 分别为矩阵 Q 和 R 在单个时刻对应的对角矩阵子块, 维数分别为 nx × nx 和 nu × nu.

β 为补偿终端约束损失的常数, δuk 代表控制输入在相邻采样时刻间的增量.

通过求解以下辅助优化问题, 获得实际控制输入 uk (t):

min
uk|

Tk−1
t

JAU
k (t) (25)

s.t. (22), uk ∈ U,

并将优化变量 uk|Tk−1
t 中的当前时刻控制信号 uk (t) = φ (xk (t) , t) 施加至被控过程.

综上, 在每个运行批次, 基于先验知识迁移的数据驱动 Tube ILMPC 的算法实施可分为以下离线

和在线步骤:

Step 1. 设置 k = 1 以及 t = 0.

离线部分:

Step 2. 根据式 (7), 利用前 l 个批次的历史运行数据更新 DNN 估计器的参数. 基于式 (11) 由更

新后的 DNN 估计器生成控制参考信号 ûr
k.

Step 3. 求解标称 ILC 优化问题 (20) 获得标称 ILC 控制信号 vILCk .

Step 4. 求解标称 MPC 优化问题 (21) 获得标称 MPC 控制信号 vMPC
k (t).

Step 5. 根据式 (19)计算标称控制信号 vk (t)并将其施加于标称系统 (18). 若 t < Tk−1,令 t = t+1

并返回至 Step 4; 否则, 转至在线部分并设置 t = 0.

在线部分:

Step 6. 求解辅助优化问题 (25) 获得实际控制信号 uk (t).

Step 7. 将求得的 uk (t) 施加于实际被控系统 (1). 若 t < Tk − 1, 令 t = t+ 1 并返回至 Step 6; 否

则, 令 k = k + 1 并返回至 Step 2.
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4 控制器性能分析

4.1 时域稳定性

ILMPC 系统时域稳定性是保障迭代域收敛性的重要前提, 直接关系到批次过程的产品质量和生

产安全. 本文提出的基于知识迁移的数据驱动 ILMPC 策略将 DNN 估计误差视作系统的外部干扰,

可以基于鲁棒 Tube 稳定性理论对 ILMPC 系统的时域稳定性进行深入分析. 对标称系统 (18) 和实际

系统 (17) 提出以下合理假设.

假设1 设标称系统 (18) 和实际系统 (17) 满足

(a) 非线性函数 fe (·) 二阶连续可导;

(b) 状态约束集 X 和控制约束集 U 分别是 Rnx 和 Rnu 的紧集;

(c) 由 |dk (t)| 6 ςxk 定义的 DNN 估计误差集合 D 为凸紧集并包含原点;

(d) 目标函数 J ILC
k , JMPC

k (t) 和 JAU
k (t) 均为正定二次型;

(e) 式 (18) 沿参考轨迹的线性化系统可镇定;

(f) 存在 b > h > h∗ 和 β > max {b/α, 1}, 其中 b > 0, h ∈ (0, b), h∗ = b3ς
x
k /(1− γ), γ = 1−b1/b2

(参数 b1, b2 和 b3 的意义可参见文献 [31]);

(g)存在紧约束集 Z ⊆ X和 V ⊆ U使得对于任意可行初态 xk (0)和任意 t ∈ [0, Tk]有 Sh∗

k (xk (t)) ⊂
X 成立, 其中 Sh∗

k (t) =
{
xk

∣∣JAU
k (t) 6 h∗}.

定理1 若假设 1 成立, 基于知识迁移的数据驱动 Tube ILMPC 系统是鲁棒稳定的, 即对于

任意可行初态 xk (0), 实际系统 (17) 的状态轨迹和控制轨迹分别保持在状态 Tube 不变集 Te
k ={

Sh
k (xe

k (t)) =
{
xe
k

∣∣JAU
k (t) 6 h

}
, t > 0

}
和控制 Tube 不变集 Tu

k =
{
φ
(
Sh
k (xk (t)) , t

)
, t > 0

}
内.

证明 根据文献 [44] 的推论 1 可以推出, 对于所有 t > 0, xe
k (t) ∈ Sb

k (t) =
{
xe
k

∣∣JAU
k (t) 6 b

}
以

及 xe
k (t+ 1) ∈ fe (xk (t) , φ (xk (t) , t)) + dk (t), 有下式成立:

JAU
k (t+ 1) 6 γJAU

k (t) + b3ς
x
k . (26)

因此, 若存在常数 ε 使得 b3ς
x
k + ε 6(1− γ) JAU

k (t) 成立, 可得

JAU
k (t+ 1) 6 γJAU

k (t) + b3ς
x
k 6 JAU

k (t)− ε. (27)

选取常数 ε = 0, 当 JAU
k (t) 6 h, b3ς

x
k 6 (1− γ)JAU

k (t) 6 (1− γ)h 时, 可由式 (27) 推导得到以下

不等式:

JAU
k (t + 1) 6 JAU

k (t) 6 h. (28)

因此, 对于实际系统 (17), Te
k 和 Tu

k 分别为状态不变集和控制不变集. 当 DNN 估计误差趋近于

零时, 即 h∗ → 0, Te
k 和 Tu

k 均将收缩至标称轨迹. 如图 3 所示 (以 nx = 2 为例), Tube ILMPC 控制下

标称跟踪轨迹将保持在收紧约束集中, 相应的实际跟踪轨迹保持在原始约束集中.

4.2 迭代域收敛性

迭代收敛性是评估 ILMPC 系统迭代域闭环性能的关键指标. 基于知识迁移的数据驱动 Tube

ILMPC 的收敛性与 DNN 估计器的精度紧密相关. 在早期运行批次, DNN 估计误差的上界 ςuk 通

常较大, 实际控制输入 uk (t) 仅能收敛至最优值附近的 Tube 不变集内. 随着批次增长, 运行数据不断

累积, DNN 估计误差上界 ςuk 逐渐趋近于零, 实际控制输入 uk (t) 将最终收敛至最优值. 基于 Tube 不
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Tightened 
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Reference trajectory
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Original 
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图 3 (网络版彩图) Tube ILMPC 控制下时域跟踪轨迹示意图

Figure 3 (Color online) Tracking trajectories along time under tube-based ILMPC

变集理论和 ILMPC 优化问题的 2D 递归可行性, 基于知识迁移的数据驱动 Tube ILMPC 系统在全批

次范围能够实现有界收敛.

定理2 求解优化问题 (20) 和 (21) 获得的标称控制输入 vk (t) 沿批次收敛至最优值.

证明 ∆vILC
k = 0 必为 ILC 优化问题 (20) 的一个可行解. 设第 k 批次的标称 ILC 控制信号

为 vILC
k

∗
, 则有下式成立:

J ILC
k

(
vILC
k

∗) 6 J ILC
k (ûr

k) , (29)

其中 ûr
k = [ûr

k (0) ûr
k (1) · · · ûr

k (Tk − 1)]
T
.

将 vILC
k = ûr

k 代入式 (20) 可得

J ILC
k (ûr

k) = ∥ze
k (û

r
k)∥

2
Q . (30)

联立式 (20), (29) 和 (30) 可得∥∥∥ze
k

(
vILC
k

∗)∥∥∥2
Q
+
∥∥∥∆vILC

k

∗
∥∥∥2
R
6 ∥ze

k (û
r
k)∥

2
Q . (31)

设 vMPC∗

k,t |Tk−1
t 为 MPC 优化问题 (21) 在第 k 批次 t 时刻的最优解, 其相应的目标函数可写作

JMPC
k

(
vMPC
k,t

∗
∣∣∣Tk−1
t

)
=
∥∥∥ze

k|
Tk

t+1

(
vMPC
k,t

∗
∣∣∣Tk−1
t

)∥∥∥2
Q
+
∥∥∥δvk|Tk−1

t

∥∥∥2
R

= ∥zek (t+ 1)∥2Q + ∥δvk (t)∥2R + JMPC
k

(
vMPC
k,t

∗
∣∣∣Tk−1
t+1

)
,

(32)

其中 JMPC
k (vMPC

k,t

∗|Tk−1
t+1 ) = ∥ze

k|
Tk
t+2(v

MPC
k,t

∗|Tk−1
t+1 )∥2Q + ∥δvk|Tk−1

t+1 ∥2R.
由式 (32) 可进一步推出

JMPC
k

(
vMPC
k,t

∗
∣∣∣Tk−1
t

)
> ∥zek (t+ 1)∥2Q + JMPC

k

(
vMPC
k,t

∗
∣∣∣Tk−1
t+1

)
. (33)

同理, vMPC
k,t

∗|Tk−1
t+1 必为 MPC优化问题 (21)在第 k 批次 t+1时刻的一个可行解. 以 vMPC

k,t+1

∗|Tk−1
t+1

代表 t+ 1 时刻的最优解, 则有下式成立:

JMPC
k

(
vMPC
k,t+1

∗
∣∣∣Tk−1
t+1

)
6 JMPC

k

(
vMPC
k,t

∗
∣∣∣Tk−1
t+1

)
. (34)

联立式 (33) 和 (34) 可得

∥zek (t+ 1)∥2Q + JMPC
k

(
vMPC
k,t+1

∗
∣∣∣Tk−1
t+1

)
6 JMPC

k

(
vMPC
k,t

∗
∣∣∣Tk−1
t

)
. (35)
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由于 vMPC
k |Tk−1

0 = 0 必为 t = 0 时刻的可行解, 可得

JMPC
k

(
vMPC
k,0

∗
∣∣∣Tk−1
t+1

)
6 JMPC

k (0) =
∥∥∥ze

k

(
vILC
k

∗)∥∥∥2
Q
. (36)

对式 (35) 和 (36) 进行递归计算可推出

∥ze
k (v

∗
k)∥

2
Q 6

∥∥∥ze
k

(
vILC
k

∗)∥∥∥2
Q
, (37)

其中 v∗
k = vILC

k

∗
+ vMPC

k

∗
表示第 k 批次的最优标称控制信号.

联立式 (31) 和 (37) 可得

∥ze
k (v

∗
k)∥

2
Q 6

∥∥∥ze
k

(
vILC
k

∗)∥∥∥2
Q
6 ∥ze

k (û
r
k)∥

2
Q , (38)

其中 ûr
k 为由历史批次迁移至当前批次的先验知识.

在标称控制系统性能分析中,由于将干扰项 dk (t)视作零, ∥ze
k (û

r
k)∥

2
Q 即能代表至第 k− 1批次结

束为止系统取得的全部学习成效. 因此, 由式 (38) 可以推出

lim
k→∞

∥ze
k (v

∗
k)∥

2
Q 6 lim

k→∞
∥ze

k (û
r
k)∥

2
Q = lim

k→∞

∥∥ze
k

(
v∗
k−1

)∥∥2
Q
, (39)

表明 ∥ze
k (v

∗
k)∥

2
Q 必存在极限.

对式 (39) 应用夹逼定理可得

lim
k→∞

∥∥∥ze
k

(
vILC
k

∗)∥∥∥2
Q
= lim

k→∞
∥ze

k (v
∗
k)∥

2
Q = lim

k→∞
∥ze

k (û
r
k)∥

2
Q . (40)

联立式 (31) 和 (40) 有下式成立:

lim
k→∞

∥∥∥∆vILC
k

∗
∥∥∥2
R
6 lim

k→∞
∥ze

k (û
r
k)∥

2
Q − lim

k→∞

∥∥∥ze
k

(
vILC
k

∗)∥∥∥2
Q
= 0, (41)

其中 limk→∞ ∥∆vILC
k

∗∥2R = 0 表明标称控制信号 vk (t) 随批次收敛至最优值.

定理3 求解辅助优化问题 (25) 获得的实际控制信号 uk (t) 随批次收敛至最优值附近的 Tube 不

变集.

证明 根据 4.1 小节得出的时域稳定性结论可知, 实际控制信号 uk (t) 保持在标称控制信号附近

的 Tube 不变集 Tu
k 内. 随着 vk (t) 逐渐逼近最优值 vk∗ (t), 实际控制信号 uk (t) 将收敛至以下 Tube

不变集:

Tu
k∗ =

{
φ
(
Sh
k (xe

k∗ (t)) , t
)
, t > 0

}
, (42)

其中

xe
k∗ (t) ∈ Te

k∗,Te
k∗=

{
xe
k∗

∣∣∣∣∥∥∥xe
k∗|

Tk

t+1 − ve
k∗|

Tk

t+1

∥∥∥2
Q
+
∥∥∥uk|Tk−1

t − ve
k∗|

Tk−1
t

∥∥∥2
R
+ Vf (x

e
k∗ (Tk)) 6 h, t > 0

}
.

由定理 1和 3可知, Tube不变集的边界 h对实际 ILMPC系统的收敛性能有显著影响.由于 h >
h∗ = b3ς

x
k /(1− γ) 且 ςxk 6 Luς

u
k , DNN 估计误差 ςuk 一定程度上决定了 Tube 不变集的大小, 进而

影响 ILMPC 系统的收敛性能. 当 DNN 估计误差增加时, Tube 不变集的边界随之扩大, 实际控制信

号 uk (t) 沿批次的收敛上界与最优值的差距增大, 收敛性能变差.
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图 4 (网络版彩图) Tube ILMPC 系统沿批次的跟踪误差收敛示意图

Figure 4 (Color online) Tracking error convergence of tube-based ILMPC along trials

图 4 为 nx = 3 时 Tube ILMPC 系统的跟踪误差轨迹示意图, 其中实际跟踪误差轨迹始终被限制

于标称跟踪误差轨迹附近的 Tube不变集内.随着批次增加, DNN参数矩阵 W̄k 将按照式 (10)收敛至

最优, DNN 估计误差上界 ςuk 最终收敛至零, 使得 h∗ → 0. 因此, 实际跟踪误差轨迹将与标称跟踪误

差轨迹重合, 并在足够多个批次迭代后到达实际最优值. 此时, 标称控制系统 (18) 等价于实际控制系

统, 可省略辅助优化问题 (25).

注1 若 Tube不变集上界 h∗ 收敛至零, DNN估计器生成的参考控制信号 ûr
k 将与最优 ILC控制

信号 uILC
k

∗
相等, 表明 DNN 估计器可完全替代 ILC 控制器的功能. 此时, ILC 优化问题 (20) 可被省

略, 而 MPC 优化 (21) 需要继续执行以抑制实时干扰并保障 ILMPC 系统的时域稳定性. 当省略 ILC

控制器和辅助控制器后, 简化后的 ILMPC 优化问题可写作

min
uMPC
k |Tk−1

t

JMPC
k (t) =

∥∥∥xe
k|

Tk

t+1

∥∥∥2
Q
+
∥∥∥δuk|Tk−1

t

∥∥∥2
R

(43)

s.t. xk (t+ 1) = fa
(
xk (t) , û

r
k (t) + uMPC

k (t)
)
,

uk ∈ U, xk ∈ X, xe
k (Tk) = 0,

其中 δuk|Tk−1
t =


δuk (t)

δuk (t+ 1)

...

δuk (Tk − 1)

 =


uk (t)− uk (t− 1)

uk (t+ 1)− uk (t)

...

uk (Tk − 1)− uk (Tk − 2)

.

5 仿真研究

本节以典型非线性注塑过程 [50] 为例开展仿真实验. 在注塑过程的填料阶段, 注射速度需要以高

精度跟踪给定参考轨迹, 其跟踪效果对最终产品质量起到关键作用. 注塑过程中产品规格的多样性和
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不可避免的传送误差均会导致各批次的操作轨迹和操作周期发生变化,使得在点对点学习机制下难以

沿批次逐步提高跟踪精度. 因此, 需将基于知识迁移的数据驱动 Tube ILMPC 策略应用于注塑过程,

提高系统对变工况条件的适应性.

注塑过程填料阶段的非线性动态具有以下微分方程描述 [51]:
dPh

dt = βh

Vh

(
qh −Ah

dZ
dt

)
, dvz

dt = 1
M (PhAh − PnAn − fv) ,

dZ
dt = vz, fv = 2πηRn

1−n (l0 + Z)
[
(s−1)vz

k1−s
r −1

]n
,

(44)

其中 Ph 为液压压力, vz 为注射速度, Z 为螺旋位移, qh 为液压流量. 其他参数的物理意义及取值参见

文献 [52].

定义系统状态为 x = [x1 x2 x3]
T
= [Ph vz Z]

T
, 系统输入为 u = qh. 设置采样时间为 0.25 s, 系

统 (44) 的离散状态空间模型可整理为

xk (t+ 1) = f (xk (t) , uk (t)) + ω, (45)

其中

f (xk (t) , uk (t)) = Axk (t) +Buk (t) + g (xk,2 (t)) ,

A =


1 −0.236 0

1.0805 1 0

0 1 1

 , B =


0.2225

0

0

 ,

g (xk,2 (t)) =
[
0 − 4.3059xk,2

0.7 0
]T

, ω = [0 31.3187 0]
T
.

关于液压流量的输入约束设置为

0 6 uk (t) 6 100,

−20 6 ∆uk (t) 6 20,

−10 6 δuk (t) 6 10,

(46)

其中 δuk (t) = uk (t)− uk (t− 1).

设定系统参考轨迹 xr
k 随生产要求和外部环境扰动沿批次不断改变,第 1∼8批次的参考轨迹变化

情况如图 5 所示, 其中操作周期依次设为 80, 75, 85, 75, 85, 80, 75 和 85, 第 6 和 8 批次为低速运行,

第 4 和 5 批次为高速运行, 第 1, 2, 3 和 7 批次为中速运行. 从第 9 批次开始, 注射速度参考轨迹按照

第 1∼8 批次的变化顺序循环更替.

每个批次的初始状态保持为 xk (0) = [−26.5 0 18]
T
. 初始控制输入轨迹设置为 u0 (t) = 30 (t ∈

[0, 80)), 初始参考轨迹与第 1 批次一致. 第 1 批次使用经典非线性 ILMPC 控制器生成 DNN 估计器

训练所需的最优控制策略信息.

从第 2 批次起, 将基于知识迁移的数据驱动 Tube ILMPC 策略施加至非线性注塑过程. 前 6 个

批次通过经验估计确定 DNN 的隐含层层数为 3, 每个隐含层的神经元数为 5. 在第 7 批次, 通过遗

传算法基于历史数据确定最优网络结构, 其中隐含层层数设置为 3, 每个隐含层的神经元数设置为 6.

在每个批次开始前, 根据方程 (7) 更新 DNN 估计器的参数矩阵 W̄k, 其中估计误差协方差矩阵 P̄k 由

前一批次的建模结果导出, 过程噪声协方差矩阵 QNk 和测量噪声协方差矩阵 RNk 分别根据方程 (9)
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图 5 (网络版彩图) 第 1∼8 批次的注射速度 vz 参考轨迹变化情况

Figure 5 (Color online) Varying reference trajectories of vz from the 1st trial to the 8th trial
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图 6 (网络版彩图) 基于知识迁移的 Tube ILMPC 控制下第 1∼16 批次的标称液压流量 qh 轨迹. (a) 第 1∼8

批次; (b) 第 9∼16 批次

Figure 6 (Color online) Nominal hydraulic flowrate qh under tube-based ILMPC with knowledge transfer from the 1st
trial to the 16th trial. (a) The 1st∼8th trials; (b) the 9th∼16th trials

和 (10) 进行更新. 将当前参考轨迹序列 xr
k 输入至训练后的 DNN 估计器, 按照式 (11) 生成参考液压

流量信号 ûr
k. 根据 DNN 估计器的测试结果在每一批次重新确定式 (12) 中的估计误差上界 ςuk .

选取优化权重矩阵为 Q = I3Tk×3Tk
和 R1 = 0.005ITk×Tk

, 离线求解标称 ILC 优化问题 (20)

和 MPC 优化问题 (21) 获得标称液压流量轨迹, 如图 6 所示. 第 2 批次的收紧约束设计为

5.0 6 uk (t) 6 95.0,

−18.3 6 ∆uk (t) 6 18.3,

−9.8 6 δuk (t) 6 9.8,

(47)

其中 δuk (t) = uk (t) − uk (t− 1). 计算得到 Tube 不变集的边界为 h = h∗ = 3.67. 随着批次增加, 约

束 (47) 逐渐放松, 边界 h 随之收缩.

基于标称控制结果, 在线求解辅助优化问题 (25) 获得实际注射速度指令, 并在每个采样时刻 t ∈
[0, Tk) 施加至非线性注塑过程 (44). 在基于知识迁移的数据驱动 Tube ILMPC 控制下, 注射速度 vz
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图 7 (网络版彩图) 基于知识迁移的 Tube ILMPC 控制下第 1∼16 批次的注射速度 vz 轨迹: (a) 第 1∼8 批次;

(b) 第 9∼16 批次 (实线: 实际轨迹; 虚线: 参考轨迹)

Figure 7 (Color online) Injection velocity vz under tube-based ILMPC with knowledge transfer from the 1st trial to

the 16th trial. (a) The 1st∼8th trials; (b) the 9th∼16th trials (solid lines: actual trajectories; dashed lines: reference
trajectories)
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图 8 (网络版彩图) 基于知识迁移的 Tube ILMPC 控制下第 1∼16 批次的实际液压流量 qh 轨迹. (a) 第 1∼8

批次; (b) 第 9∼16 批次

Figure 8 (Color online) Actual hydraulic flowrate qh under tube-based ILMPC with knowledge transfer from the 1st trial

to the 16th trial. (a) The 1st∼8th trials; (b) the 9th∼16th trials

和液压流量 qh 的实际动态轨迹分别如图 7 和 8 所示, 相应的 DNN 估计结果如图 9 所示. 从第 1

∼16 批次, DNN 的估计误差逐渐下降, 注射速度的跟踪精度显著提高. 在操作轨迹和操作周期持续变

化的情况下, DNN 估计器将历史批次的先验知识迁移至当前运行批次, 使 ILMPC 控制器能够克服非

重复运行工况问题, 保证控制率沿批次的有效更新. ILMPC 控制器中集成的 Tube 控制策略抑制了前

期 DNN 估计误差对跟踪精度的影响, 并保障了系统的有界稳定. 图 10 显示了随着 DNN 估计器精度

的不断提高, Tube 不变集沿批次逐渐收缩.

为直观体现注射速度跟踪误差沿批次的变化趋势,计算每一批次各采样点注射速度跟踪的均方根

误差 (root mean square error, RMSE), 并将其沿批次的变化轨迹绘制于图 11, 其中每个批次的 RMSE

值由下式计算:

RMSEk =

√√√√ 1

Tk

Tk∑
i=1

xe
k(i)

2
. (48)

该仿真结果表明, 当系统运行至第 20 批次时, DNN 估计误差上界 ςuk 趋近于零, 标称轨迹与实际轨迹

开始重合, 表明此时 ILC 优化 (20) 和辅助优化 (25) 失去作用. 自第 25 批次起, 控制变量保持在最优

值, 表明控制器已实现变操作轨迹和操作周期下的跟踪误差最小化任务.
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图 9 (网络版彩图) 第 1∼16 批次的 DNN 估计结果. (a) 第 2 批次; (b) 第 3 批次; (c) 第 7 批次; (d) 第 8

批次; (e) 第 15 批次; (f) 第 16 批次

Figure 9 (Color online) Approximation results of the DNN from the 1st trial to the 16th trial. (a) The 2nd trial; (b) the

3rd trial; (c) the 7th trial; (d) the 8th trial; (e) the 15th trial; (f) the 16th trial
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图 10 (网络版彩图) 第 7.5 秒处 Tube 不变集沿批次的收缩过程

Figure 10 (Color online) Contracting Tube invariant sets at 7.5 s along trials

为验证所设 DNN 结构的合理性, 在第 7 批次选取不同隐含层及神经元数目进行建模误差和跟踪

误差趋势分析 (第 2∼6 批次的网络结构不变), 结果如图 12 所示. 可以发现, 遗传算法求解得到的网

络超参数使得 DNN 估计器具有最低的建模误差. 相应地, DNN 建模误差上界 ςuk 达到最低, Tube 不

变集收缩至最小, 从而 Tube ILMPC 控制下的跟踪误差达到最低.

为验证基于 DNN 的知识迁移技术在提高 ILMPC 变运行工况下学习效率方面的作用, 将其与常

数补偿 [28]、预测补偿 [35] 两种常用的处理变操作区间问题的数据补偿方法进行仿真对比. 常数补偿方

法使用定值填补各批次缺失数据, 将所有批次的操作区间调整为相同长度, 而预测补偿方法利用基于

模型的预测数据填补数据缺失区间. 在知识迁移机制和两种补偿机制的对比仿真实验中, 均采用数据
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图 11 (网络版彩图) 基于知识迁移的 Tube ILMPC 沿批次的均方根误差轨迹

Figure 11 (Color online) Average RMSE along trials under tube-based ILMPC with knowledge transfer

(a) (b)

图 12 (网络版彩图) 选取不同隐含层和神经元数目时的建模误差和跟踪误差对比. (a) 建模 RMSE; (b) 跟

踪 RMSE

Figure 12 (Color online) Comparison of modeling errors and tracking errors under different numbers of hidden layers
and neurons. (a) Modeling RMSE; (b) tracking RMSE

驱动 Tube ILMPC进行实时控制生成仿真结果,且所有初始条件及权重矩阵等参数保持不变.第 9∼12

批次的对比跟踪轨迹如图 13 所示, 相应的跟踪 RMSE 值列于表 1.

在相同的初始条件和控制器设计下, 应用基于 DNN 的知识迁移技术时系统跟踪明显低于其他两

种数据补偿方案, 尤其是在先验知识不充分的第 3, 5, 8, 9 和 11 批次. 知识迁移机制下的跟踪 RMSE

沿批次逐步下降, 而其他两种数据补偿机制下的跟踪 RMSE陷入周期性的波动.由于预测补偿采用了

精确度更高的动态补偿措施,其跟踪 RMSE相较于常数补偿下降更快, 对变操作周期问题具有更强的

适应性. 然而, 由于预测补偿方法无法处理变操作轨迹问题, 该方案下的系统跟踪精度要显著低于知

识迁移机制. 基于 DNN 的知识迁移实现了变操作轨迹和变操作周期下相邻批次间的精确信息转换,

因此能够避免系统出现严重的跟踪偏移, 并加快了跟踪误差沿批次方向的收敛速度.

为验证 Tube 控制策略在抑制早期批次估计误差影响、保证系统有界收敛方面的作用, 在相同

的 DNN 知识迁移机制下进一步将 Tube ILMPC 与经典 ILMPC 进行控制仿真对比. 在经典 ILMPC
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图 13 (网络版彩图) 第 9∼12 批次基于知识迁移和数据补偿的 Tube ILMPC 方法的跟踪轨迹对比. (a) 第 9 批

次; (b) 第 10 批次; (c) 第 11 批次; (d) 第 12 批次

Figure 13 (Color online) Comparing tracking trajectories of tube-based ILMPC in the 9th∼12th trials between the DNN-

based knowledge transfer method and the data compensation methods. (a) The 9th trial; (b) the 10th trial; (c) the 11th
trial; (d) the 12th trial

表 1 基于 DNN 的知识迁移机制和数据补偿机制下 Tube ILMPC 跟踪 RMSE

Table 1 Tracking RMSE of tube-based ILMPC under DNN-based knowledge transfer method and data compensation

methods

Trial DNN-based knowledge transfer Constant compensation Predictive compensation

1 3.4048 3.4048 3.4048

2 4.1266 4.5609 4.5609

3 5.9070 21.3362 9.8242

4 4.8353 4.5729 4.4619

5 6.3230 37.5522 16.1828

6 2.3184 11.4122 10.1715

7 3.4245 3.4450 3.4206

8 4.4291 35.5461 5.4147

9 1.0233 6.4456 3.7289

10 1.7361 3.9607 3.9642

11 1.3634 21.9407 6.8659

12 1.3778 4.5719 4.4065
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图 14 (网络版彩图) 第 3∼6 批次 Tube ILMPC 和经典 ILMPC 的跟踪轨迹对比. (a) 第 3 批次; (b) 第 4 批

次; (c) 第 5 批次; (d) 第 6 批次

Figure 14 (Color online) Comparing tracking trajectories of the 3rd∼6th trials between tube-based ILMPC and classical

ILMPC. (a) The 3rd trial; (b) the 4th trial; (c) the 5th trial; (d) the 6th trial

表 2 Tube ILMPC 和经典 ILMPC 控制下的跟踪 RMSE 和 CPU 时间

Table 2 Comparing tracking RMSE and CPU time of tube-based ILMPC and classical ILMPC

Trial
Tube-based ILMPC Classical ILMPC

RMSE CPU time (s) RMSE CPU time (s)

1 3.4048 0.0127 3.4048 0.0127

2 4.1266 0.0179 12.1971 0.0174

3 5.9070 0.0152 12.7268 0.0149

4 4.8353 0.0162 19.0665 0.0159

5 6.3230 0.0148 19.0231 0.0146

6 2.3184 0.0157 3.8644 0.0155

7 3.4245 0.0156 10.3790 0.0156

8 1.3778 0.0178 5.4282 0.0175

中, 将求解优化问题 (20) 和 (21) 得到的标称控制输入 vk (t) 直接施加于注塑系统. 图 14 显示了在操

作轨迹和操作周期都明显变化的第 3∼6批次, Tube ILMPC与经典 ILMPC控制下系统跟踪轨迹的对

比情况. 表 2 列出了相应的跟踪 RMSE 值以及在线优化的平均 CPU 时间 (所用计算机参数为 Intel

Core i7 CPU, 8GB RAM).
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图 14 的仿真结果表明, 在早期批次 DNN 估计器存在较大误差时, Tube ILMPC 的跟踪精度明显

高于经典 ILMPC. 表 2 同样反映出, 在前 8 个批次, Tube ILMPC 通过设计 Tube 不变集成功将系统

跟踪 RMSE 限制在较小范围内, 而经典 ILMPC 控制下跟踪 RMSE 频频出现大幅度增长. 同时, 由

于 Tube ILMPC 的主要计算环节均在批次间隔内离线完成, 其在线 CPU 时间与经典 ILMPC 保持在

同等水平.

综上, 本文所提出的基于知识迁移的数据驱动 Tube ILMPC 在处理变运行工况方面具有显著优

势, 能够有效提高注塑系统等典型批次过程的生产效益.

6 结论

针对经典 ILMPC 方法受限于批次运行工况一致性的问题, 本文提出了一种基于知识迁移的数据

驱动 Tube ILMPC策略.该策略中构建的自适应 DNN估计器能够在变操作轨迹和变操作周期下实现

相邻批次间先验知识的有效转换,设计的 Tube ILMPC控制结构能够将早期批次 DNN估计误差造成

的跟踪轨迹偏离限制在 Tube 不变集内. 针对典型注塑过程的仿真结果验证了所提出的基于知识迁移

的数据驱动 Tube ILMPC 策略能够在复杂变运行工况下保证对参考轨迹的高精度跟踪, 实现沿批次

方向的有界收敛.

本文采用的 Tube ILMPC 策略有利于在 DNN 估计误差较大的早期批次维持系统有界稳定. 然

而, 随着历史运行经验沿批次不断积累, DNN 估计器的精度将逐步提高, Tube ILMPC 优化计算负担

较大的问题会愈发明显. 为提高计算效率, 建立标称 ILMPC 优化解沿批次的显式迭代关系将成为未

来研究的一个重要方向. 此外, 未来研究需要设计 DNN 逼近器达到足够精度的有效判定条件, 当满足

判定条件时以结构较为简单的传统 MPC 替换 Tube ILMPC, 从而最大限度地规避 Tube ILMPC 的计

算负担问题.
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Abstract Iterative learning model predictive control (ILMPC) has become an excellent data-driven intelligent

control strategy for batch manufacturing, featured by progressively improving tracking performance along trials

while persistently rejecting stochastic disturbance along time. The point-to-point learning mechanism of the

existing ILMPCs generally relies on the strict identity of operating conditions along trials to guarantee the

integrity and accuracy of historical data. However, the variation of production requirements and environments

usually leads to trial-varying reference trajectories and operating durations, resulting in incomplete and inaccurate

historical information for the iterative learning of subsequent trials. To promote the adaptability and flexibility of

ILMPC under unconformable prior information, this paper proposes an innovative data-driven ILMPC based on

knowledge transfer. The control actions of ILMPC are imitated along trials by an adaptive deep neural network

(DNN), based on which the prior operation data are transformed to accommodate the condition of each current

trial. Under this knowledge transfer mechanism, the tube control scheme is further integrated into ILMPC to

restrain the influence of the considerable DNN approximation error in the early trials, which ensures the time-

domain stability and iteration-domain convergence of the ILMPC system. Simulations on the nonlinear injection

molding process verify that the proposed method has noticeable advantages in the aspects of tracking accuracy

and convergence rate when faced with significant changes of operating reference and duration.

Keywords iterative learning model predictive control, knowledge transfer, data-driven, trial-varying operating

conditions
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