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摘要 社交网络蕴含着丰富的多媒体信息,如何实现社交网络跨媒体信息的搜索已成为研究热点. 基

于深度学习的单一模态语义特征提取和学习在社交网络信息搜索上取得了较好的效果.在跨模态信息

搜索时不同模态的数据特征不能直接比较, 因此不同模态之间的语义鸿沟是亟待解决的关键问题. 针

对上述问题, 本文提出了一种基于对抗学习和语义相似度的跨媒体搜索方法, 实现了文本和图像之间

的相互匹配、排序和搜索. 该方法使用对抗学习方法框架构建训练特征映射网络和模态判别网络, 其

中特征映射网络使用多维语义分布向量将不同模态的数据映射到同一语义空间中,使得相同语义下的

不同模态数据在该空间距离小, 不同语义下相同模态数据距离大. 使用语义分布及相似度作为特征映

射网训练依据, 模态判别网络负责判定空间中不同数据的模态. 基于对抗学习交替训练两个网络, 使

得特征映射网络得到的数据和原数据语义一致, 并消除模态特性, 最终在同一空间内使用相似度来排

序并得到搜索结果. 实验结果表明本文提出的方法在文本和图像的相互搜索的 map 值比同类方法高,

并验证了该方法在社交网络安全话题数据上的有效性.
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1 引言

随着移动互联网的高速发展, 社交网络数据信息呈现爆炸式增长 [1], 越来越多的用户在各类社交

媒体上发布大量实时信息, 其中有关国民安全的信息显得尤为重要. 在事故灾害发生的时候, 能及时

搜索到和灾害相关的文本和图像并在一定程度上减小灾害带来的损失.微博是社交网络重要的组成部

分, 具有内容短小、传播快、用户量大等特点. 微博对于国民安全相关热点事件内容具有敏感性, 因此

具有非常高的研究价值 [2, 3]. 微博的数据形式不仅包括文本,还有图像和视频,单一媒体数据的搜索已
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经不能很好地满足现有的社交网络信息需求,社交网络尤其是基于微博的跨媒体信息搜索的需求与日

俱增.

近年来, 深度学习 [4] 在文本和图像领域应用十分广泛, 它对数据特征的提取准确而高效, 为跨媒

体搜索提供了支持. 然而不同模态之间的数据特征分布不同, 语义空间不能互通, 即包含相同语义内

容的文本和图像不能通过它们所在的语义空间直接建立关联关系. 对抗学习 [5∼8] 对于生成一个新的

数据分布非常有效, 已经被广泛应用于文本、图像、语音的生成 [9].

本文提出一种基于对抗学习和语义相似度的社交网络跨媒体搜索方法 (semantic similarity based

adversarial cross media retrieval, SSACR),对国民安全相关的微博文本以及图像进行搜索,并根据语义

相似度进行排序. 该方法主要使用对抗训练的方式训练两个神经网络模型, 即特征映射网络和模态判

别网络. 特征映射网络作为对抗学习的生成器分别将来自文本和图像的特征映射到同一语义空间中,

并使用语义及其相似度来训练特征映射网络, 相似度约束能够减小同语义下不同模态数据的差异. 模

态判别网络作为对抗学习判别器用来区分映射到同一语义空间中的数据的原本模态,并以数据的真实

模态来训练模态判别网络. 本文提出的方法将搜索的文本或图像经过特征映射网投影到同一语义空间

后, 根据和该空间中其他数据的距离的远近来得到搜索结果排序.

本文提出的 SSACR 方法, 意在解决社交网络国民安全相关信息的跨媒体搜索问题, 包括使用文

本搜索事故灾害相关图片, 以及使用事故照片查找相关文本信息等. 本文主要贡献是提出了一种基于

相似度比较的方法, 将映射到同一语义空间的不同模态数据的特征向量进行了相似度计算, 并与原本

的语义特征向量之间的相似度进行比较, 并以此作为特征映射网络的模态损失函数, 意在消除同一语

义下不同模态数据的差异, 解决了跨媒体数据之间的语义沟壑问题. 本文提出的 SSACR 方法, 使用所

有文本图象映射的特征向量的相似度矩阵代替了其他方法的文本图象二元组比较,更加充分描述了跨

模态数据之间的关联, 同时减小了训练的复杂度. SSACR 方法使用了余弦相似度刻画数据的相关性,

而非其他方法的二值刻画, 使得语义描述更加精确. 最终使得跨媒体检索更加高效和准确.

2 相关工作

社交网络跨媒体搜索是近年来的研究热点, 深度学习方法已经在搜索结果准确率上取得重要突

破. 对抗学习通过生成网络和判别网络的交替迭代训练, 使得生成网络能够对目标特征分布进行有效

模拟, 在确保多样性的同时不失原有的数据特征.

2.1 跨媒体搜索方法

Feng等 [10] 通过关联两个单模自动编码器的隐藏表示来构建模型,通过最小化每种模态误差的线

性组合以及两种模态之间的相关误差来训练模型, 最终实现搜索. 该方法对于数据量较小, 特征简单

的数据效果较好, 但是由于只关联模态线性组合, 对于特征较复杂的数据会欠拟合. Hardoon 等 [11] 使

用核方法的相关性分析来学习 Web 图像及其相关文本的语义表示. 由于使用核方法, 抽取某个样本

特征需要计算和所有样本之间的核函数, 在数据量大的情况下训练速度较慢, 效率低, 适用于较小数

据量. Peng 等 [12] 提出了跨媒体多深度网络 (cross-media multiple deep network), 利用复杂的跨媒体

关联通过两个阶段学习跨模态信息. 第 1 阶段学习同一模态和不同模态内的信息, 第 2 阶段训练跨模

态关联. 该方法主要分两步进行训练, 使得训练带来的误差进行累计, 因此到第 2 阶段的跨模态关联

的噪声比较大, 跨模态语义描述不准确. Wang 等 [13] 提出一种将多模态数据映射到公共子空间的方

法, 可以测量不同模态数据之间的相似性, 并保留了模态间和模态内相似度关系. Wang 等 [14] 提出了
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一种耦合线性回归框架来实现跨媒体搜索的方法,并提出了一种基于半二次最小化的迭代算法来解决

正则化线性回归问题. 线性回归方法对于多种语义的数据拟合能力较弱, 不能刻画复杂的跨模态语义

关系, 因此适用于简单的数据.

Li 等 [15] 使用了线性相关模型研究不同的交叉模式关联方法, 提出了一种基于跨模态因子分析

(cross-modal factor analysis) 的跨模态关联方法实现跨媒体搜索. 该方法使用线性模型关联跨模态数

据, 对于不同模态数据的相关性刻画不充分, 适用于简单文本图象关联. Yao 等 [16] 提出了一种排名

典型相关分析 (ranking canonical correlation analysis) 来学习查询文本和图像相似性. 通过最大化查

询和图像之间的相关性来找到公共子空间. Andrew 等 [17] 提出了深度典型相关分析 (deep canonical

correlation analysis), 作为线性方法典型相关分析的非线性扩展. 以上两种方法基于 CCA (canonical

correlation analysis) 方法, 仅考虑了成对文本图像的语义相关性, 对于同一模态下不同数据之间可能

存在的相关性并没有考虑, 语义描述不充分. Zhuang 等 [18] 将耦合字典学习 (dictionary learning) 引

入到用于跨媒体搜索的监督稀疏编码中. 该方法基于字典学习, 对于数据源的噪声敏感, 对数据源要

求较高, 因此使用于数据较为干净的场景中. Ngiam 等 [19] 提出了一系列多模式学习任务来学习多种

模态的特征, 并使用深层网络来学习交叉模态特征. 由于多模态特征较为复杂, 通过深层网络训练会

使得网络规模较大, 不适宜大规模数据训练. Yan 等 [20] 通过深度典型相关分析解决了在联合潜在空

间中匹配图像和文本的问题. 此方法用线性模型将不同媒体特征映射到同构的最大相关子空间, 不能

很好地挖掘跨媒体数据之间的联系. Song等 [21] 提出了一种新的跨媒体散列模型用于探索来自不同数

据源的多种跨媒体数据之间的相关性, 并通过 XOR 和位计数操作实现快速搜索. 此方法可以大量节

省内存空间, 但是散列的映射加大了训练的计算复杂度, 使得训练较慢. 同时在图象标签的语义建立

方面, Li 等 [22] 提出了深度协作嵌入模型揭示了图像和标签的统一的潜在空间. 由于此种方法集成了

弱监督图象和标签的相关性, 因此对于社区贡献的数据有很好的适应性, 能解决部分标签数据缺失的

情况.

2.2 对抗学习方法

Wang 等 [23] 提出了一种对抗性跨模态搜索 (adversarial cross-modal retrieval) 方法, 它寻求有效

公共子空间的对抗性学习以及两个训练过程之间的相互作用. 第 1 个过程是特征映射过程, 它尝试在

公共子空间中生成模态不变的数据, 第 2 个过程是模态分类器, 它可以区分不同模态. 使用三联体约

束来对映射过程进行限制, 以尽量减少相同语义下不同模态数据的距离, 同时在语义上最大化不同的

图像和文本之间的距离. 此方法对于跨模态语义刻画比较准确, 引入三联体约束, 使用正负样本, 增

大了数据训练量, 使得训练速度较慢. Xu 等 [24] 提出了一种新的深度对抗度量学习 (deep adversarial

metric learning) 用于跨模态搜索, 并通过引入对抗性学习来增加额外的正则化. 此方法使用深度模型

进行特征提取, 使得特征描述比较丰富, 但是仅仅引入对抗学习增大跨模态搜索正则化, 对跨模态语

义描述还不够深刻, 使得模态间语义缺失. He 等 [25] 提出了一种基于对抗性学习的新型无监督跨模态

搜索方法 (unsupervised cross-modal adversarial learning). 此方法基于无监督, 对于没有标注的数据比

较友好,但是跨模态语义以及同模态的语义学习较为困难,没有统一的语义作为训练的优化目标,对于

复杂跨模态数据检索不适用. Li 等 [26] 提出了一种自我监督的对抗性散列 (self-supervised adversarial

hashing networks) 方法, 采用自我监督的方式将对抗性学习融入跨模态 Hash 中. Wu 等 [27] 提出了

一种新的深度生成方法来进行跨模态搜索,在没有配对训练样本的情况下通过循环一致性损失来学习

Hash 函数. 以上两种方法对于训练样本缺失的情况比较好, 不过深度生成方式以及自监督的训练较

难, 对于训练数据完备的情况不太适用. Zhang 等 [28] 提出了一种无监督的生成对抗跨模态 Hash 方
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法 (unsupervised generative adversarial cross-modal hashing), 充分利用了对抗生成网络的可用性来进

行无监督学习来实现跨媒体搜索. 此方法使用 Hash 编码, 对于语义相关性的描述是二元的而不是数

值的, 对相关性描述偏两极化, 不能准确描述不同模态数据相似度的数值.

3 SSACR 方法简介

3.1 SSACR 方法的描述

本文以实现两个模态之间的相互搜索为基本目的. 定义跨媒体数据由 n 个三元组构成的, 记为

O = {oi}ni=1, oi = (vi, ti, li). 其中 vi ∈ Rdv 表示图像特征向量, 它的维度是 dv, ti ∈ Rdt 表示文本特

征向量, 它的维度是 dt. 其中, dv ̸= dt, 语义向量 li 表示这个文本图像对的语义分布, 即通过高维特

征向量形式化表示文本和图像的内容. 这个分布可以是简单的标签类别分布, 假设共有 dl 个类别. 对

于每个类别 lik, 如果这个图像 – 文本二元组属于这个类别, 则 lik 为 1, 否则为 0. 同时也可以采用预

处理后的主题模型描述这个文本图像对的语义分布情况. 分别定义由所有 oi 构成的图像特征矩阵为

V = {v1, . . . , vn} ∈ Rdv×n, 构成的文本特征矩阵 T = {t1, . . . , tn} ∈ Rdt×n, 图像以及文本的语义矩阵

为 L = {l1, . . . , ln} ∈ Rdl×n.

为了统一图像和文本跨媒体语义, 引入特征映射网络, 将两种模态的数据经过特征映射网络统一

映射到公共语义空间 S 中. 图像的特征映射表示为 SV = fV (V ; θV ), 文本的特征映射表示为 ST =

fT (T ; θT ). 其中 fV (V ; θV ) 为图像特征的映射函数, fT (T ; θT ) 为文本特征的映射函数, θV 和 θT 分别

表示图像特征网络和文本特征网络的参数. SV 和 ST 分别表示图像和文本特征映射在 S 中的新特征,

SV , ST ∈ Rm×n, 表示在公共语义空间 S 中它们的新特征维度都是 m. 本文提出的 SSACR 方法在公

共语义空间 S 中得到合适的 SV 和 ST , 使得它们保持映射前的语义关系, 映射的性能由输入输出内

容的语义特征分布偏差决定, 并通过差值训练特征映射网络. 在维持语义不变的前提下, 使得语义相

近的不同模态的数据在 S 中距离较近, 相同模态的不同语义的数据在 S 中距离较远.

3.2 SSACR 方法的组成

本文提出的 SSACR 方法包括图像特征输入网络、文本特征输入网络、特征映射网络、语义分布

网络、语义相似网络, 以及模态判别网络. 对于每一个图像 – 文本 – 语义三元组, 先将图像和文本的

特征进行提取, 然后分别输入到图像特征映射网络和文本特征映射网络中, 语义向量输入到语义分布

网络中. 语义相似度网络对输入的语义向量进行相似度计算. 特征映射网络将图像和文本特征映射到

S 中, 模态判别网络根据映射到 S 数据的模态进行判别.

特征映射网络通过最小化同模态数据映射前后的语义偏差以及同语义数据映射后的模态偏差达

到最优. 模态判别网络通过最小化映射后数据原本模态判定的误差达到最优. 特征映射网络和模态判

别网络通过对抗学习的方式进行训练, 使得两个网络最终都达到较优结构. 总体流程如图 1 所示.

4 基于 SSACR 方法的跨媒体对抗学习

4.1 特征映射网络

特征映射网络分为两部分, 图像特征映射网络和文本特征映射网络, 它们负责把原始数据特征映

射到同一语义空间当中. 为了保证映射之后的数据维持原模态的语义特征, 在特征映射网后面加入一

个语义预测网络, 并将分类器 softmax 的输出作为结果用于预测映射到同一语义空间的数据的语义分
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图 1 (网络版彩图) SSACR 方法的总体流程图

Figure 1 (Color online) The general flowchart of the proposed SSACR method

布. 令网络的参数为 θimd, 图像、文本两种模态中第 i 个数据语义分布的第 c 维值分别是 pic(vi) 和

pic(ti), 使用交叉熵计算新空间中语义的偏差值 Limd, 其表达式为

Limd(θimd) = − 1

n

n∑
i=1

dl∑
c=1

(yic · (log pic(vi) + log pic(ti))), (1)

其中 Limd 计算在新的语义空间中每个新映射的数据和原来数据语义分布的差值, 包括图像和文本两

部分的差值总和, 目的是保证经过 fV (V ; θV ) 以及 fT (T ; θT ) 的转换使得原本同一模态中语义相近的

数据在新空间中距离依然相近, 语义较远的数据在新空间中距离依然较远.

为了保证不同模态下的数据经过特征映射后, 具有相同语义的不同模态的数据距离较近, 不同模

态的不同语义的数据相距较远, 在计算输入内容语义分布相似度的基础上, 使用原数据语义分布 l1...n

来构造语义相似度矩阵 SimL ∈ Rn×n. 任意两个数据的语义分布分别是 la 和 lb, 它们的相似度定义为

sim(la, lb) =
lai · lbi

||lai|| · ||lbi||
=

∑dl

i=1 lai × lbi√∑dl

i=1 (lai)
2 ×

√∑dl

i=1 (lbi)
2
, (2)

这里需要对所有的分布 l1...n 进行相似度计算, 并得到所有数据下的语义相似性, SimL 的计算如下

所示:

SimL(i, j) = sim(li, lj), (3)

计算得到输入文本图象对之间的语义相似度后, 针对计算映射之后数据特征的相似度进行计算. 对于

任意两组数据 oa 和 ob, 抽取 oa 的图像, 经过特征映射网后变成 Sva. 从 ob 抽取文本, 经过特征映

射网络后变成 Stb, 其相似度通过 sim(Sva, Stb) 来计算. 对整个数据集映射后的特征进行相似度求解,
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SimS ∈ Rn×n 即为得到的映射后数据特征相似度矩阵, 计算如下所示:

SimS(i, j) = sim(svi, stj) = sim(fV (vi; θV ), fT (tj ; θT )). (4)

为保证不同模态之间的数据映射后的距离和它们表达的语义是相关的,即距离较近的数据语义分布也

相近, 距离较远的数据语义分布也较远, 本文选用 l2 范数来描述两个相似度矩阵之间的差异, 并将差

异值定义为模态偏差值 Limi(θV , θT ), 计算如下所示:

Limi(θV , θT ) = ℓ2(SimL,SimS)

=
n∑

i=1

n∑
j=1

∥sim(li, lj)− sim(fV (vi; θV ), fT (tj ; θT ))∥2

=

n∑
i=1

n∑
j=1

∥∥∥∥∥∥
∑dl

k=1 lik × ljk√∑dl

k=1 (lik)
2 ×

√∑dl

k=1 (ljk)
2

−
∑m

k=1 fV (vi; θV )k × fT (tj ; θT )k√∑m
k=1 (fV (vi; θV )k)

2 ×
√∑dl

k=1 (fT (tj ; θT )k)
2

∥∥∥∥∥∥
2

. (5)

将特征映射网络的总体损失函数定义为 Lemb, 通过由语义偏差 Limd 以及模态偏差 Limi 的线性

加权求和构成. 其中 α 和 β 分别表示两个偏差值对损失函数的贡献, 映射损失的计算如下所示:

Lemb(θV , θT , θimd) = α · Limd + β · Limi, (6)

α 和 β 作为网络的超参数通过后续实验确定最优值.

4.2 模态判别网络

模态判别网络主要区分映射到公共语义空间的数据的原始模态. 令通过图像映射后的数据标签为

0, 通过文本映射后的数据标签为 1, 模态判别网络尽可能对数据的原始模态进行准确判断. 使用一个

神经网络进行计算, 并将该网络的损失函数定义为模态预测的偏差值. 损失函数 Ladv 计算如下所示:

Ladv(θD) = − 1

n

n∑
i=1

log(1−D(svi; θD)) + log(D(sti; θD))

= − 1

n

n∑
i=1

log(1−D(fV (vi; θV ); θD)) + log(D(fT (ti; θT ); θD)), (7)

其中 θD, D(x, θD) 表示该网络判定 x 是文本的概率.

4.3 对抗学习设计

训练流程由两个网络结构的协同训练组成, 训练目标如式 (5) 和 (7) 所示. 基于对抗的思想优化

两个损失函数的值, 特征映射网络目标是尽可能保持语义消除模态, 模态判别网络的目标是尽可能在

公共语义空间中区分不同数据的模态, 特征映射网络和模态判别网络参数优化表达式如下所示:

(θv, θT , θimd) = argmin(Lemb(θV , θT , θimd)− Ladv(θD)), (8)

θD = argmax(Lemb(θV , θT , θimd)− Ladv(θD)). (9)

具体训练过程如算法 1 所示.
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Algorithm 1 Training process of SSACR

Input: Based on mini-batch, extract the feature of the current batch data, image feature as {v1, . . . , vn}, text feature as

{t1, . . . , tn}, semantic distribution as {l1, . . . , ln};
Output: Trained θV and θT ;

Main iteration: The number of iterations for feature projection network’s single training is k, data amount is m for each

mini-batch, learning rate is µ, loss parameter is λ;

1: Randomly initialize the parameters of the model;

2: while not converge do

3: while k > 0 do

4: Optimize θV , θT and θimd in the direction of decreasing gradient;

θV = θV − µ · ∇θV
1
m
(Lemb − Ladv);

θT = θT − µ · ∇θT
1
m
(Lemb − Ladv);

θimd = θimd − µ · ∇θimd
1
m
(Lemb − Ladv);

5: k ⇐ k − 1;

6: end while

7: Optimize θD in the direction of increasing gradient;

θD = θD + µ · λ · ∇θD
1
m
(Lemb − Ladv);

8: end while

9: Return θV and θT .

4.4 搜索过程

跨媒体搜索问题定义为给定一个新的搜索条目 x, 找到和 x 不同模态的最相近的 top-K 个结果.

搜索过程如算法 2 所示.

Algorithm 2 Cross-modal search process

Input: Search item x, image data V , text data T ;

Output: Search result list res;

Main iteration: The projection vector of search item is s, the projection matrix of data which has different models with

search item is R, similarity matrix between s and R is S;

1: if x is text then

2: s = fT (x; θT );

3: R = fV (V ; θV );

4: else

5: s = fV (x; θV );

6: R = fT (T ; θT );

7: end if

8: S = sim(s,R);

9: res = argsort(S)[: top-K];

10: Return res.

5 实验结果与分析

5.1 评价指标

实验使用采集自新浪微博的真实数据以及维基百科数据, 通过实验对本文提出的 SSACR 方法进

行验证, 并与其他算法在这两个数据集上进行对比. 本文使用 map (mean average precision) [29] 方法

评价跨媒体检索效果. map 共同考虑排名信息和排名精度, 是单个主题的平均精度的均值, 也就是每
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表 1 实验使用的数据集的统计信息

Table 1 Statistics of the datasets in our experiments

Training instance Test instance Labels Image feature Text feature

Wikipedia dataset 2173 693 10 4096d VGG19 5000d BoW

Weibo dataset 4262 473 5 4096d VGG19 6739d BoW

篇相关文档检索出后的精度的平均值. 它反映系统在全部相关文档或图象上性能的单值指标, 搜索系

统检索出来的相关文档越靠前, map 就可能越高, 反之越低.

本文也使用 PR 曲线 (precision recall curve) [30] 度量跨媒体检索效果. PR 曲线描述的是检索中

精确率和召回率的关系, 本文度量的是精确率随召回率变化的曲线, 召回率作为横轴, 精确率作为纵

轴, 图上一点表示在当前召回率能取得的最大精确率. 在相同召回率下, 精确率越高, 说明没有检索出

更多不相关的文档, 检索越准确.

5.2 实验设置

5.2.1 数据集

微博数据集主要包含爆炸以及其他事件的 4735 个文本图像数据对, 其中爆炸事件相关数据占比

为 30%, 并将数据集中的 4262 对数据用作训练集, 473 对数据用作测试集. 维基百科数据集中总共有

2866对数据, 其中 2173对数据用作训练集, 693对数据用作测试集, 数据以及特征的分布如表 1所示.

5.2.2 网络结构设计

图像和文本特征映射网络都采用 3 层全连接神经网络结构, 并使用 tanh 作为激活函数, 将图像

和文本特征全部映射到公共语义空间中. 图像特征映射网络的每层神经元节点数分别是 512, 100, 40;

文本特征映射网络的每层神经元节点数分别是 40, 100, 40. 对于语义判别网络, 采用单层神经网络结

构, 神经元节点数是语义分布的维度, 对于模态判别网络, 采用 3 层全连接神经网络, 每层神经元节点

数分别是 20, 10, 2. 语义判别网络和模态判别网络采用 softmax 作为输出层.

5.3 不同方法实验对比

使用 map 来度量不同搜索方法的性能, 分别在维基数据集和微博数据集通过文本搜索图像和依

据图像搜索文本这两个任务的前 5, 前 20 和前 50 个搜索结果计算 map 值. 对比方法在维基数据集和

微博数据集的结果分别如表 2 和 3 所示.

如表 2 和 3 所示, 提出的 SSACR 方法在维基公共数据集以及微博数据集上的 map 指标好于其

他方法.

由于 CCA方法关注的是图片文本对的关联关系,使用关联损失函数作为优化目标,而忽略了文本

图像对之间内部元素的语义关联关系, 因此对于同种语义不同模态的数据不能建立充足的关联关系,

语义表达欠缺, 因此无论在图片搜索还是文本搜索方面的效果都远低于 SSACR 方法. JFSSL (joint

feature selection and subspace learning)方法虽然同样使用标签来拉大同模态不同语义元素之间的距离,

但是由于没有考虑不同模态下语义相似元素之间的距离, 不能很好地描述不同模态的相关性. CMDN

(cross-media multiple deep networks) 方法使用深度神经网络来建立模型, 并用多任务训练方法优化同

模态不同语义元素距离和不同模态相同语义元素距离. SSACR 方法使用对抗学习的方法使得语义映

射网络达到更优的结构,因此效果比 CMDN方法好. ACMR (adversarial cross-modal retrieval)方法使
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表 2 跨媒体搜索方法在维基数据集的性能比较

Table 2 Comparison of cross-media retrieval performance on Wikipedia dataset

map@5 map@20 map@50

txt2img img2txt Average txt2img img2txt Average txt2img img2txt Average

CCA 0.2685 0.2151 0.2418 0.2831 0.2209 0.2520 0.2543 0.2178 0.2361

JFSSL 0.4406 0.3473 0.3940 0.4264 0.3576 0.3920 0.4146 0.3454 0.3800

CMDN 0.5094 0.4125 0.4609 0.4895 0.4102 0.4498 0.4624 0.3956 0.4290

ACMR 0.6225 0.4987 0.5606 0.6109 0.4986 0.5548 0.5732 0.4835 0.5284

DSCMR 0.6342 0.4982 0.5662 0.6421 0.5012 0.5716 0.6347 0.4901 0.5624

Ours 0.6604 0.4964 0.5784 0.6647 0.5052 0.5850 0.6436 0.4964 0.5700

表 3 跨媒体搜索方法在微博数据集的性能比较

Table 3 Comparison of cross-media retrieval performance on Weibo dataset

map@5 map@20 map@50

txt2img img2txt Average txt2img img2txt Average txt2img img2txt Average

CCA 0.3885 0.3251 0.3568 0.3583 0.3239 0.3411 0.3213 0.3199 0.3206

JFSSL 0.6478 0.5351 0.5915 0.6128 0.5181 0.5655 0.5197 0.5282 0.5239

CMDN 0.7183 0.5814 0.6499 0.6799 0.5843 0.6321 0.5906 0.5729 0.5817

ACMR 0.8653 0.7133 0.7893 0.8238 0.7071 0.7655 0.7065 0.6992 0.7029

DSCMR 0.8742 0.7177 0.7960 0.8192 0.7246 0.7719 0.7410 0.7267 0.7339

Ours 0.8792 0.7344 0.8068 0.8161 0.7361 0.7761 0.7493 0.7410 0.7452

用对抗学习的方法对于同模态和不同模态数据距离都进行优化,它采用三元组约束的方法来降低不同

模态数据相同语义的距离. 本文提出的 SSACR 方法使用语义相似度描述不同模态之间语义的距离.

因为三元组的构成是二元地判断文本和图像是否有关, 而实际上文本和图像的相关性并不能简单用 0

和 1表示,而用实数表达更为准确,因此 SSACR方法效果优于 ACMR方法. DSCMR (deep supervised

cross-modal retrieval) [31] 使用 TextCNN 对文本特征进行抽取, 并构建深度特征映射网络将图象和文

本特征映射到同一语义空间, 但是由于特征映射网络模块过重, 容易导致训练过拟合, 因此使用基于

相似度的 SSACR 方法效果稍好.

在微博数据集上本文方法和对比方法的效果和维基数据相似且表现比较稳定,评价指标在整体上

有所提高, 原因是微博数据集在语义特征分布上相对简单, 跨媒体搜索任务难度有所降低. 本文对比

了 SSACR 和 ACMR 方法在文本搜索图片以及图片搜索文本的结果. 在维基数据集进行实验所得出

的 PR 曲线和在微博数据集进行实验所得出的 PR 曲线分别如图 2 和 3 所示.

如图 2和 3所示,在文本搜索图像方面,当召回率较高的情况下 SSACR方法准确率略高于 ACMR.

从 PR 曲线的走势来看, 在维基数据集上, 在召回率持续增高的情况下, SSACR 方法的准确率下降较

慢, 维持一个相对较高水平, ACMR 准确率迅速下降并稳定, 这说明 SSACR 方法对搜索的结果稳定

性较高, 优于 ACMR 方法. 本文方法在微博数据集上所得到的 PR 曲线分布和维基数据集相似, 说明

SSACR 方法在召回率和准确率的整体分布上要优于 ACMR 方法.
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图 2 (网络版彩图) 图到文本 (a), 文本到图 (b) 搜索的 PR 曲线结果/维基数据集

Figure 2 (Color online) PR curve of image to text (a), text to image (b) search/Wikipedia dataset
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图 3 (网络版彩图) 图到文本 (a), 文本到图 (b) 搜索的 PR 曲线结果/微博数据集

Figure 3 (Color online) PR curve of image to text (a), text to image (b) search/Weibo dataset

5.4 SSACR 方法的参数对搜索性能的影响

SSACR方法的主要参数是算法 1中对抗训练中特征映射网络的训练次数 k 值以及特征映射网络

的损失函数的参数, 即语义映射损失以及模态损失的权值系数 α 和 β.

在维基数据集和微博数据集上进行实验, 以图像搜索文本以及文本搜索图像的平均 map 值作为

评价指标, 判断 k 值的对指标的影响, 实验结果分别如图 4(a) 和 (b) 所示.

本文提出的 SSACR方法在不同数据集上 k 的最优值稍有偏差, k 在取 5时达到一个较高值,当 k

值大于 5 时, map 值出现缓慢下降趋势, 因此在给定 α 和 β 值的情况下, k 取 5 时在当前数据集所得

map 值达到最优. 因为对抗训练中生成器的训练直接决定原始特征映射到同一语义空间的结果, 因此

在较高值下 SSACR 方法表现较优, 但是当 k 过大时, 过于忽略判别器的影响导致模型数据训练不完

善, 对抗过程不充分进而导致整体表现较差.

当 k 值固定时, 将 α 和 β 分别从 0.1 到 100 每次放大 10 倍, 在 16 组数据中确定 α 和 β 对整体

搜索效果的影响. 在维基数据集和微博数据集分别进行对比实验, 实验结果如图 5 和 6 所示.
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图 4 (网络版彩图) 在维基数据集 (a) 和微博数据集 (b) 上 SSACR 模型参数 k 对性能的影响

Figure 4 (Color online) The performance of SSACR with different model parameter k on Wikipedia dataset (a) and

Weibo dataset (b)
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图 5 不同模型参数下的 (a) 图像到文本搜索过程影响效果, (b) 文本到图像搜索过程影响效果, (c) 平均影响效

果/维基数据集

Figure 5 (a) The performance of image to text search, (b) text to image search, and (c) the average performance with
different model parameters/Wikipedia dataset
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图 6 不同模型参数下的 (a) 图像到文本搜索过程影响效果, (b) 文本到图像搜索过程影响效果, (c) 平均影响效

果/微博数据集

Figure 6 (a) The performance of image to text search, (b) text to image search, and (c) the average performance with
different model parameters/Weibo dataset
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表 4 不同损失函数构成的 SSACR 方法在维基数据集的性能比较

Table 4 Comparison of SSACR performance on Wikipedia dataset composed with different loss

map@5 map@20 map@50

txt2img img2txt Average txt2img img2txt Average txt2img img2txt Average

Limd only 0.6591 0.4859 0.5725 0.6677 0.4946 0.5811 0.6468 0.4916 0.5692

Limi only 0.5118 0.5031 0.5075 0.5287 0.5055 0.5171 0.5100 0.4974 0.5037

Both 0.6604 0.4964 0.5784 0.6647 0.5052 0.5850 0.6436 0.4964 0.5700

表 5 不同损失函数构成的 SSACR 方法在微博数据集的性能比较

Table 5 Comparison of SSACR performance on Weibo dataset composed with different loss

map@5 map@20 map@50

txt2img img2txt Average txt2img img2txt Average txt2img img2txt Average

Limd only 0.6082 0.6842 0.6462 0.7094 0.6476 0.6785 0.7819 0.6577 0.7198

Limi only 0.6853 0.5031 0.5942 0.6891 0.5055 0.5973 0.6905 0.4974 0.5940

Both 0.8792 0.7344 0.8068 0.8161 0.7361 0.7761 0.7493 0.7410 0.7452

5.5 损失函数对 SSACR 方法搜索性能的影响

SSACR 方法的特征映射网络采用了语义偏差损失以及相似度损失进行评价. 为了说明这两个损

失函数对训练是有效的, 因此本文研究当去掉某一损失函数时对整体结果的影响. 在维基数据集以及

微博数据集进行实验, 结果分别如表 4 和 5 所示.

通过对比实验发现当不采用语义损失函数后, 维基数据集和微博数据集的 map 值均有较大下降.

当不采用相似度损失函数时, 维基数据集 map 值稍有下降, 但是微博数据集有较大的下降. 因此语义

损失函数以及模态损失函数对于整体搜索性能的影响都较大, 只有同时计算这两个损失函数, 才能完

整构建特征映射网络, 进而提高搜索性能.

epoch 和映射损失函数以及模态判别损失函数的值的关系如图 7 所示, 损失函数下降速度非常

快, 表明 SSACR 方法易于训练. 由于采用 l2 范数和交叉熵作为损失函数, 因此梯度连续, 训练速度

较快.

5.6 采用 SSACR 方法实现搜索

使用微博数据集搜索爆炸相关的文本和图像,分别使用天津爆炸相关的微博以及和爆炸相关的图

片进行跨媒体搜索, 得到的相关搜索结果如图 8 所示.

在文本搜索图像的搜索情境下, 使用 BoW模型对原文本的 TFIDF特征进行提取, 经过文本特征

映射网络映射到同一语义空间. 在同一语义空间中找到图像映射后的数据, 求它们之间的相似度, 并

按相似度进行排序得到搜索结果. 图 8 中用爆炸相关文本进行搜索, 得到和爆炸灾害相关联的图像.

图像搜索文的搜索情境中, 先将图像进行大小归一化处理, 使用 VGG19 网络提取图像特征, 通过

图像特征映射网络映射到同一语义空间中. 按照相似度求得相关文本. 如图 8 所示, 根据一张爆炸相

关的图片进行搜索, 得到描述爆炸灾害的文本.
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图 7 训练过程中映射损失函数和模态判别损失函数的变化

Figure 7 The embed and domain loss during the training process

How many families 
have been hurt by an 
explosion, how many

innocent children have 
lost their loved ones,

and how many relatives 
have yin and yang, and

they have quietly prayed 
for Tianjin Tanggu.

Hope that the casualties 
are small.

Text to image

...

...

...

...

...

...

Image to text
... when I saw those videos, my

heart was particularly 
uncomfortable. I heard that the 

explosion was a ...

... Wake up in the middle of the 
night to see this news, it’s too

horrible, Tianjin refuels, and there
are not many casualties in prayer.

... Tianjin Binhai exploded, and 

my heart was a little sad, I

couldn’t help myself, I could only 

pray for Tianjin ...

Image feature projection

Text feature projection Similarity with images

Similarity with texts

Text feature extraction

Image feature extraction

图 8 (网络版彩图) 微博数据集的跨模态搜索示例

Figure 8 (Color online) Example of cross-media retrieval on Weibo dataset

6 结论

本文提出了基于对抗学习和语义相似度的跨媒体搜索方法 (SSACR),使用基于对抗学习的方式交

替训练特征映射网和模态判别网络, 使得跨媒体数据经过特征映射网络之后, 既保留映射前的语义分

布,又能够消除模态上的差异,从而达到语义相近的数据之间空间距离较近,语义较远的数据之间空间

较远的效果. 特征映射网络使用语义分布维持映射前后数据语义分布的统一. 使用模态判别网络使得

语义映射网络映射后数据之间的模态差异保持到最小, 满足同一语义空间的性质. 结合社交网络微博

跨媒体数据的特征, 提取国民安全相关的文本和图像等跨媒体特征信息, 通过对文本以及图像进行处
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理,将处理后的数据通过 SSACR方法进行训练. 并根据模型得到一系列相关的跨媒体搜索结果.本文

使用多组实验在不同数据集上验证了 SSACR方法与其他对比方法相比具有准确率高、训练速度快等

特点. 下一步的工作是对跨媒体数据进行更多模态的映射以及研究超参数在不同数据集的偏差问题,

即如何稳定模型的超参数, 使模型更具有通用性.
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A cross-media search method for social networks based on adver-
sarial learning and semantic similarity

Chong LIU, Junping DU* & Nan ZHOU

Beijing Key Lab of Intelligent Telecommunication Software and Multimedia, Beijing University of Posts and

Telecommunications, Beijing 100876, China

* Corresponding author. E-mail: junpingdu@126.com

Abstract Social networks contain abundant multimedia information. The research of cross-media information

search from social networks has become a hotspot. Single-modal semantic feature extractions and learnings based

on deep learning show an appropriate effect on information search from social networks. But features of different

modalities cannot be directly compared, therefore the semantic gap between different modalities is a key problem

to be resolved for cross-media information search. Focusing on these problems, in this paper, we propose a cross-

media search method based on adversarial learning and semantic similarity to accomplish matching and sorting

between text and image. This method mainly adopts adversarial learning to train a feature projecting network

and a modal specific network. The feature mapping network working as a generator converts raw data from

different modalities into a common semantic space based on the corresponding semantic distributions, through

which the distance of data from the different modalities is small under the same semantic space while the distance

of data from the same modal under different semantics is large. The generator uses semantic distributions and

similarities as the basis for training the feature mapping network. The discriminator aims at distinguishing the

modality of the data from different media projected into the common semantic space. The designed method with

two networks is alternately trained until convergence when the features obtained by the feature mapping network

are consistent with the original data semantics, and the modal feature is eliminated. Finally, the search results

are obtained by similarity ranking based on the raw data from the common semantic space. The efficiency results

show that the evaluation value of text and image search is higher than other similar methods. The efficiency of

the method is verified on social network data on security topics.

Keywords cross-media retrieval, adversarial learning, semantic similarity, social network, search and rank
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