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摘要 社交网络的功能正逐步由网络社交转变为社交媒体, 极大地方便了消息的传播, 也使得消息

的流行度预测问题变得更具有挑战性. 传统的流行度预测方法包含基于特征的有监督学习方法和基

于随机过程的传播动力学建模方法. 其中, 基于随机过程的传播动力学建模方法由于具有更好的个

体预测能力, 吸引了研究人员的广泛关注. 但是, 现有的传播动力学建模方法在建模时, 都忽略了社

交平台中消息传播所呈现出的去中心化特点. 本文以微博平台中消息的传播数据为基础, 分析了微

博消息的去中心化传播现象, 并提出了一种叠加自增强泊松过程 (reinforced Poisson process, RPP)

模型的方法来刻画消息的传播动力学变化. 每一条信息的传播过程都被拆分为几个传播子过程的叠

加, 而每个传播子过程可以用 RPP 模型很好的建模. 在真实数据集上的结果表明, 本文所提出的方

法在刻画消息的传播过程以及预测消息的流行度变化等方面, 都要优于现有的方法.
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1 引言

社交网络已经成为人们日常生活中重要的一部分. 随着时间的推移和互联网技术的发展, 社交网

络的功能和角色也发生了很大的变化. 社交网络早期的主要功能是帮助用户在线上维护社交关系. 用

户可以在平台中发布自身的状态, 同时也可以获取到自己关注的好友的状态信息. 而当下的社交网络,

更多地是在扮演着媒体的角色. 从内容上看, 用户在社交网络发布的内容, 除去自身的状态更新外, 更

多地涉及当下的新闻和时事. 大部分传统媒体也都直接在社交网络平台中开通了账号, 便于第一时间

发布各类消息; 从结构上看, 社交网络平台中的好友或关注机制, 更多地是在为用户提供订阅渠道. 用

户通过关注或者好友机制, 从其他用户获取自己感兴趣的内容. 随着社交网络平台的媒体功能不断发
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图 1 (网络版彩图) 新浪微博中消息的传播示例图

Figure 1 (Color online) An example cascade from Weibo

展, 进一步诞生了社交媒体的概念. 借助于社交网络平台的优势, 信息在社交媒体中传播地更快、更

广, 但同时也为社交平台中消息传播相关的研究带来了更大的挑战.

社交媒体中信息的传播模式与传统媒体有着很大的区别. 在以门户网站、报纸、广播电视等为代

表的传统媒体中, 信息的传播都是中心式结构的: 媒体是主要的发布内容者, 也是用户获取信息的主

要渠道; 社交媒体中消息的传播则呈现出一种去中心化的结构: 任何用户都有可能成为传播的中心.

当用户发布消息后, 他的粉丝就可以选择转发他的消息. 在转发过程中, 部分关键转发用户在参与传

播后可能会带来大量的转发, 进而使得整体的传播过程呈现出一种去中心化的结构. 图 1 展示了新浪

微博中一条消息的转发示意图, 图中的每一个节点代表一条消息, 每条边表示了对应消息间的转发关

系. 从图中可以看出, 在转发过程中, 有多个中间转发消息也累积了大量的转发, 使得消息的整体传播

结构呈现出去中心化的特点. 这种去中心化的传播结构,使得消息的流行度传播预测变得更具挑战性.

社交网络中消息的传播流行度预测是一个非常重要的研究问题,在很多领域都有着重要的应用价

值, 包括潜在热点内容发现 [1, 2]、平台流量控制和资源分配 [3, 4], 以及市场营销和广告投放等实际应用

问题.现有的流行度预测方法主要包括基于特征工程的有监督学习方法和基于随机过程的流行度动力

学建模方法. 基于特征工程的有监督学习方法是将流行度预测问题形式化为分类或者回归问题, 通过

特征工程的方式, 提取一系列能够指示流行度变化的特征, 利用现有的有监督学习框架, 对消息的流

行度进行预测. 这类方法的核心在于发掘与流行度变化相关的特征. 现有工作中提出的用于流行度预

测的特征主要包含 4类: 时序特征 [5, 6]、内容特征 [7, 8]、用户特征 [9, 10],以及传播级联结构特征 [11]. 而

这些特征中,时序特征被认为是最具指示能力的特征 [12]. 这类有监督的预测方法在平均意义上具有较

好的预测效果, 但是缺乏对个体的预测能力. 基于随机过程的方法通常将流行度的增长过程形式化为

一个计数过程 [13],然后借助于生存分析理论框架 [14],来建模流行度的到达过程. 这类方法的核心在于

对流行度增长过程的强度函数的刻画. 现有的模型主要包含基于自增强泊松过程 (reinforced Poisson

process, RPP) 的方法和基于自激励 Hawkes 过程的方法. Shen 等 [15] 提出了基于 RPP 的模型来建模

论文的引用数的增长过程. 在建模过程中, 他们考虑了影响论文引用数增长的 3 个因素: 论文本身的

质量、时间衰减效应,以及 “富者愈富”现象. Gao等 [16] 将 RPP模型应用到了微博平台中,并对 RPP

模型中的时间效应函数和激励函数进行了修正. Bao 等 [17] 引入了自激励 Hawkes 过程来建模微博平

台中的流行度增长过程. 在建模过程中, 他们认为每一次对消息的转发都会为消息的流行度增长带来

新的激励. 因此, 他们将消息在历史传播过程中所有转发带来的激励之和作为消息的当前流行度增长

的强度. Zhao 等 [18] 进一步拓展了 Bao 等的方法. 在建模历史转发带来的激励作用时, 作者引入了转
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(a) (b) (c) (d)

图 2 新浪微博中消息转发树示例

Figure 2 Examples of different cascade structures in Weibo. (a)∼(d) Four example cascades

发用户的粉丝数来更精确地刻画每一次转发带来的激励作用. 与基于特征工程的有监督学习方法相

比, 基于随机过程的流行度动力学建模方法具有更好的个体预测能力, 在近年来也得到了研究人员的

广泛关注. 此外, 还有部分基于表示学习 [19,20] 和分组策略 [21, 22] 的流行度预测方法.

然而, 现有的两类基于随机过程的模型在刻画社交媒体中消息的传播过程时, 都存在着各自的缺

陷. 基于 RPP 的模型将消息的传播过程形式化为一个单源传播的过程, 但是这一假设并不符合社交

媒体中消息去中心化的传播模式, 而且该类模型在建模每次转发带来的激励作用时, 只是简单地统计

消息的总体转发数, 而没有对转发激励的大小进行区分. 基于自激励 Hawkes 过程的模型建模了每次

转发带来的激励作用, 但是它需要为每一次转发学习一个激励参数, 使得模型的参数学习在实际应用

中难以实现,需要对模型做进一步的约简,进而影响了模型的预测能力. Gao等 [23] 在微博传播结构建

模方面进行了简单的尝试, 但是数据集太小, 数据分析也不够充分. 因此, 仍然缺乏去中心化传播结构

的有效分析和刻画.

本文首先对微博平台中消息的去中心化传播过程进行了量化分析,指出了建模去中心化传播过程

的必要性. 进一步对样例传播过程进行了分析, 发现去中心化的传播过程可以视作由若干中间转发用

户引发的传播子过程的叠加, 而这些传播子过程都可视作单源的传播过程, 可以利用现有的 RPP 模

型较好地建模. 基于这些观察,本文提出了一种叠加 RPP模型的方法来刻画去中心化的传播过程. 与

基于 RPP 的模型相比, 我们的模型能够很好地捕获传播过程去中心化的特点, 同时也区分了中心用

户与其他转发用户带来的激励作用的差异; 与基于自激励 Hawkes 过程的模型相比, 我们的模型只需

要学习中心用户的参数, 大大减少了待学习的参数个数. 在真实数据集上的实验结果表明, 本文提出

的方法能够有效地提高预测效果; 同时, 我们的模型也能更好地刻画消息的去中心化传播过程.

2 数据分析

利用新浪微博平台提供的接口, 从新浪微博上随机采集了几条消息的完整传播路径, 如图 2所示.

图中的每一个点表示一条消息, 消息之间的连边表示转发关系. 这里重点关注传播结构中的聚团现象,

因此隐去了连边的方向. 本文将消息转发树中的第 1 个节点称为源发消息, 其余节点称为转发消息.

图 2(d) 展示是典型的中心型结构, 所有转发消息基本上都是对源发消息的直接转发; 图 2(b) 也是中

心型的传播结构, 只是部分传播链会比较长, 但是整个传播过程仍然只有源发消息作为中心传播节点;

图 2(a)和 (c)则展示了典型的去中心化结构. 除源发消息外,部分转发消息本身也吸引了大量的传播,
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图 3 (网络版彩图) 源发消息的直接转发比例分布

Figure 3 (Color online) Distribution of ratios of source
message’s direct retweet number to its total retweet number

图 4 (网络版彩图) 源发消息的直接转发比例分布 (高

转发数据集)

Figure 4 (Color online) Distribution of ratios of source
message’s direct retweet number to its total retweet number

with less reteeted messages removed

从而形成了一种去中心化的传播结构. 这种去中心化的传播结构, 目前还缺乏有效的建模方法, 也是

本文的建模目标.

为了进一步衡量微博中去中心化传播现象的存在比例, 我们从一个较为完整的微博数据集中, 抽

取了某一天中发布的所有源发消息以及它们在发布后 24 小时内的所有转发消息. 根据消息文本内容

中的 “@”标记,我们还原了每条源发消息在传播过程中产生的转发路径, 并将发布 1小时后累计转发

数小于 10 的消息从数据集中剔除. 最终本文的数据集中包含了近 6.5 万条源发消息以及它们的转发

数据.

本文首先对源发消息的转发情况进行了统计. 对于每一条源发消息, 我们统计了它自身被直接转

发的次数占最终总转发次数的比例, 结果如图 3 所示. 图中横坐标是源发消息被直接转发的次数占最

终总转发次数的比例, 而纵坐标是对应比例的累积分布. 从图 3 中可以看出, 有接近 20% 的源发消息

的直接转发占比低于 50%, 而直接转发占比超过 80% 的源发消息占整体数据集不到 40%. 这些数据

说明将微博中消息的转发过程直接建模成以源发消息为中心的单源传播是不合理的. 为了消除低转发

数消息对统计结果的影响, 我们从数据集中剔除了最终转发数小于 100 的源发消息, 并对剔除后的数

据集重新进行统计, 得到的统计结果如图 4 所示. 从图中可以看出, 在高转发量数据集中, 直接转发占

比较低的源发消息同样占有着不小的比例.

进一步地,本文对中间转发消息的转发情况进行了统计.对于每一条源发消息,搜集了它所有的直

接转发消息, 并对这些直接转发消息的转发数进行了统计. 我们将转发数最大的直接转发消息称为关

键转发消息, 并对关键转发消息的转发数占源发消息总转发数的占比情况进行了统计, 得到的累积分

布如图 5 所示. 这里展示的是在高转发量数据集上的统计结果. 从图中可以看出, 有 10% 的关键转发

消息的转发占比超过了 50%, 有 20% 的关键转发消息带来的转发占比超过了 30%. 实际上, 微博平台

中能引发大量转发的关键转发消息存在比较普遍, 例如微博平台中的意见领袖 [24, 25] 在参与到消息传

播中时, 往往能引起 “二次传播” 现象. 这些统计结果说明, 消息在传播过程中, 除源发消息外还会出
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图 5 (网络版彩图) 关键转发消息的转发占比分布

Figure 5 (Color online) Distribution of ratios of key retweet’s retweet number to total retweet number

现少量引起大量转发的中间转发消息, 对这些中间转发消息引起的转发情况的建模, 是刻画去中心化

传播过程的关键.

综上所述,通过对数据集中消息的转发情况的分析,可以看出,去中心化的传播结构在消息传播过

程中比较普遍. 因此, 需要一种模型来刻画去中心化的传播过程. 进一步对各层转发消息的转发数据

进行统计后发现, 部分中间转发消息会带来很高的转发量, 形成 “二次传播”. 因此, 刻画这些中间转

发消息所引发的转发过程, 是刻画去中心化传播过程的关键.

3 模型

3.1 问题形式化

给定一条消息 d 在观测时间窗口 [0, T ] 内的转发时间戳序列 Cd = {tdi |tdi < T, i = 0, 1, 2, . . . , nd},
其中 nd 在消息 d 观测时间窗口内的转发次数, tdi 是消息 d 的发布时间与第 i 次转发的时间的间隔,

且满足 0 = td0 6 td1 6 td2 6 · · · 6 tdni
6 T . 我们的目标是预测消息 d 在发布后任意时刻 t 的转发数.

3.2 RPP 模型

本小节先简单介绍 RPP 模型. RPP 模型是由 Shen 等 [15] 提出并被用于建模论文引用数的到达

过程. RPP 模型是一个基于随机过程的模型. 它将论文引用数的增长过程形式化为一个计数过程, 提

出了影响论文增长速度的几个关键影响因素, 并通过对这些关键影响因素的刻画, 来对论文增长过程

的强度函数进行建模, 进而对论文的引用数作出预测. RPP 模型在建模论文的引用达到过程时, 重点

考虑了 3 个影响论文引用数的因素. 首先是论文本身的质量因素. 论文的质量越高, 论文的最终引用

数会越高, 而且引用数增长的速度也越快. 第 2 个因素是时间衰减效应. 类似于信息传播中的爆发衰

减现象 [26],论文引用数的增长也同样会存在爆发阶段和衰减阶段,需要利用一个时间函数来刻画论文

的引用增长速度随时间的变化过程. 最后一个因素是论文引用中的 “富者愈富” 机制 [27, 28]. 在论文引

用过程中, 引用数越高的论文, 越有机会获得更多新的引用. Shen 等使用了乘性模型来融合上述 3 个
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因素, 最终给出了如下的论文引用强度函数:

dc(t)

dt
= x(t) = λf(t; θ)I(t), (1)

其中, c(t) 是到 t 时刻论文的总引用数, x(t) 表示 t 时刻论文的引用数的增长强度, λ 用于度量论文的

质量, f(t; θ) 用于刻画时间衰减效应, θ 是对应的参数. 在 RPP 模型中, 作者选用的时间衰减效应函

数是 Log-normal 函数, I(t) 用于刻画论文累积引用数带来的 “富者愈富” 影响. 在 RPP 模型中, I(t)

函数的值就是到 t 时刻为止论文的累积引用数, 即 I(t) = m + c(t), 其中 m 是作者引入的论文引用

数的先验. 在给定强度函数后, 就可以利用极大似然框架来求取相应的参数. 论文的引用序列可以用

{t0, t1, t2, . . . , tN} 表示, 其中 ti 是第 i 次引用的到达时刻与论文发表时刻的时间间隔, N 是论文的总

引用次数. 论文引用序列的似然函数可以表示为

L(λ, θ) = p0(T |tN )
N∏
i=1

p1(ti|ti−1), (2)

其中, p0(T |tN ) 表示时间区间 (tN , T ] 内没有新的引用到达的概率. 在生存理论分析框架中, 给定强度

函数 x(t) 后, 时间区间 (tN , T ] 内没有新的引用到达的概率可以用生存概率建模如下:

p0(T |tN ) = e
−

∫ T
tN

x(tN )dt
= e

−
∫ T
tN

λf(t;θ)I(tN )dt
, (3)

p1(ti|ti−1) 表示了在给定前一次引用发生在 ti−1 时刻的情况下, 下一次引用发生在 ti 时刻的概率密

度. 在生存理论分析框架中, 这个概率密度为

p1(ti|ti−1) = x(ti−1)e
−

∫ ti
ti−1

x(ti−1)dt = λf(t; θ)I(ti−1)e
−

∫ ti
ti−1

λf(t;θ)I(ti−1)dt. (4)

给定上述定义后, 结合观测数据, 就可以利用极大似然框架来推断强度函数中的相应参数, 进而

对论文引用数的后续变化进行预测. 在求解得到参数 {λ∗, θ∗}后,通过求解微分方程 (1) ,并结合边界

条件 c(T ) = N , 可以得到论文在 t 时刻的引用数的预测函数如下:

c(t) = (m+N)eλ
∗ ∫ t

T
f(t;θ∗)dt −m. (5)

RPP 模型在预测论文引用数变化时, 取得了非常好的效果. 但是论文引用场景更像是一个单源传

播的场景, 而消息传播则呈现出明显的去中心化结构. 因此, 本文提出了一种面向去中心化传播结构

的流行度到达过程建模方法.

3.3 观察

我们挑选了一条呈现出去中心化传播结构的消息,并对它的传播过程进行了进一步的分析和研究,

结果如图 6 所示. 从图 6(a) 中可以看到, 消息整体的传播过程可以看做几个单源传播过程的叠加. 本

文将这几个单源传播过程的中心称为中心转发消息, 并将中心转发消息引发的转发称为子过程. 按照

传播过程中的中心转发消息, 将图 6(a) 中的传播过程拆分为 6 个单源传播子过程. 每个子过程都可

以视作一个单源传播场景, 可以使用 RPP 模型进行较好的刻画. 与 RPP 模型类似, 在建模消息的转

发数增长过程时,考虑了消息本身的质量、时间衰减效应,以及消息当前转发数带来的激励作用. RPP

模型对 6 个子过程的建模结果如图 6(b) 所示. 从图中可以看到, RPP 模型可以很好地刻画每个中心

转发消息引发的传播子过程. 最后, 将这 6个 RPP模型的预测结果按照时间顺序叠加, 得到的流行度

变化曲线与真实的流行度变化曲线非常相近, 如图 6(c) 所示. 因此, 通过叠加多个子过程来对消息的

去中心化传播过程进行建模, 是一种有效的方法.
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图 6 (网络版彩图) 示例消息的去中心化传播过程建模

Figure 6 (Color online) Cascade dynamics modeling for example cascade. (a) Diffusion structure of example cascade;

(b) RPP modeling for the dynamics of six subprocesses; (c) aggregation of six subprocesses to fit the overall dynamics of
example cascade

3.4 去中心化的微博传播动力学建模

通过上述观察,我们发现去中心化的传播过程可以拆分为几个基于中心转发消息的单源传播过程,

而每个单源传播过程又可以用 RPP 模型很好的建模. 因此, 本文提出一种叠加 RPP模型来建模去中

心化传播过程的方法. 将消息整体的传播过程拆分为 K 个子传播过程, 其中 K 是一个超参, 用于控

制传播过程中中心转发消息的个数,它对模型的影响会在实验部分进行讨论.对于第 l 个子过程,用参

数 {λl, θl, τl} 来刻画, 其中 λl 表示第 l 个子过程的中心转发消息带来的激励大小, 类似于 RPP 模型

中的论文质量因素; θl 是第 l 个子过程的时间衰减效应函数的参数. 我们认为每个子过程的衰减程度

和速度是互相独立的; τl 表示第 l 个子过程的开始时间, 用作计算每个子过程的时间衰减效应的偏移
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量. 给定上述参数的情况下, 定义微博消息的流行度增长过程的强度函数如下:

x(t) =
K∑
l=1

λlf(t− τl; θl)I(t), (6)

其中, 对于时间衰减效应函数 f(t) 和 “富者愈富” 机制 I(t), 选用了和 RPP 模型相同的函数. 给定上

述强度函数和参数集合 {λ, θ, τ} 后, 我们的模型对前述时间戳序列 Cd 的似然表示如下:

L(λ, θ, τ) = p0(T |tN )

N∏
i=1

p1(ti|ti−1)

=

nd∏
i=1

(
(m+ i− 1)×

(
K∑
l=1

{λlf(ti − τl; θl)}

))
× e−(m+n)

∫ T
0

∑K
l=1 λlf(t−τl;θl)dt+

∑nd
i=1

∫ ti
0

∑K
l=1 λlf(t−τl;θl)dt. (7)

利用上述似然函数,结合时间戳序列数据,就可以求出参数 {λ∗, θ∗, τ∗},进而利用下述预测函数对
消息的后续流行度进行预测:

c(t) = (m+ nd)e
∫ t
T

∑K
l=1 λ∗

l f(s−τ∗
l ;θ

∗
l )ds −m. (8)

比较本文模型和 RPP 模型的强度函数, 可以发现本文模型通过叠加 RPP 模型的方式, 建模了微

博的去中心化传播过程, 改进了 RPP 模型的单源传播假设, 同时本文模型还分别对每个中心转发消

息带来的激励作用进行了区分; 比较本文模型的强度函数和基于自激励 Hawkes 过程的模型的强度函

数, 可以发现本文模型只建模了中心转发消息带来的激励作用, 避免了后者在模型训练过程中存在的

参数多导致学习困难的问题.

3.5 优化

本文采用了梯度下降的方式来优化似然函数 (7). 先对似然函数取对数, 得到

lnL =

nd∑
i=1

ln(m+ i− 1) +

nd∑
i=1

ln

(
K∑
l=1

λlf(t− τl; θl)

)

− (m+ n)

∫ T

0

K∑
l=1

λlf(t− τl; θl)dt+

nd∑
i=1

∫ ti

0

K∑
l=1

λlf(t− τl; θl)dt. (9)

借助对数函数的单调性, 可以直接优化对数似然 (9) 来求取最优参数. 首先, 需要求取对数似然

函数关于各参数的梯度. 在本文模型中, 参数包括 {λl, θl, τl}Kl=1. 其中 θl 是时间衰减效应函数的参数.

本文模型选取的时间衰减效应函数是 Log-normal函数 f(t;µ, σ) = 1
tσ

√
2π

e−
(lnt−µ)2

2σ2 ,因此本文模型的实

际参数包括 {λl, µl, σl, τl}Kl=1. 对数似然函数关于各参数的梯度如下:

∂lnL

∂λl
=

n∑
i=1

fl(ti)∑K
k=1 λkfk(ti)

+
n∑

i=1

∫ ti

0

fl(t)dt− (m+ n)

∫ T

0

fl(t)dt, (10)

∂lnL

∂µl
=

1

σl
· ln(ti − τl)− µl

σl
·

n∑
i=1

λlfl(ti)∑K
k=1 λkfk(ti)
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− 1

σl
· λl

n∑
i=1

ϕ

(
ln(ti − τl)− µl

σl

)
+

1

σl
· (m+ n)λlϕ

(
ln(T − τl)− µl

σl

)
, (11)

∂lnL

∂σl
=

1

σl
·

n∑
i=1

{
λlfl(ti)∑K

k=1 λkfk(ti)

[(
ln(ti − τl)− µl

σl

)2

− 1

]}

− 1

σl
· λl

n∑
i=1

{
ϕ

(
ln(ti − τl)− µl

σl

)
· ln(ti − τl)− µl

σl

}
+

1

σl
· (m+ n)λlϕ

(
ln(T − τl)− µl

σl

)
· ln(T − τl)− µl

σl
, (12)

∂lnL

∂τl
=

1

ti − τl
·

n∑
i=1

{
λlfl(ti)∑K

k=1 λkfk(ti)

(
1 +

ln(ti − τl)− µl

σ2
l

)}

− 1

σl
· 1

ti − τl
· λl

n∑
i=1

ϕ

(
ln(ti − τl)− µl

σl

)
+

1

σl
· 1

T − τl
· (m+ n)λlϕ

(
ln(T − τl)− µl

σl

)
, (13)

其中, fl(t) 是一种缩写, 表示使用第 l 个子过程的时间衰减效应函数, 即 fl(t) ≡ f(t− τl;µl, σl). 另外,

这里为了保持公式形式的简洁, 省略了时间戳表示中的上标, 即将 tdi 统一表示为 ti.

本文采用了 Adadelta 方法 [29] 来自适应地调整参数的学习率. Adadelta 方法会根据参数的历史

梯度来自适应地调整学习率.

4 实验

本节主要通过在真实数据集上的实验,来对比我们提出的模型和参照模型在流行度预测问题上的

表现, 并对相关实验结果进行分析. 此外, 还分析了子过程的个数对模型的预测效果的影响. 最后, 通

过一些案例分析, 展示了本文提出的模型在建模去中心化传播过程时的优势.

4.1 数据集

本文将数据分析部分用到的微博转发数据集作为实验数据集. 该数据集包含了微博平台某一天

中发布的所有源发消息以及它们在发布后 24 小时内的所有转发消息. 我们截取了每条消息在发出后

12 小时内的转发数据用于实验, 其中发布后一小时内的转发数据作为观察数据用于模型训练, 剩余的

11 小时内的转发数据用于预测. 为了保证模型训练的效果, 对数据集进行了进一步的筛选. 从数据集

中剔除了在观察时间窗口内累积转发量小于 50 的微博消息. 最终我们的数据集包含了 20490 条消息.

4.2 参照模型和评价指标

从现有的两类流行度预测方法中分别选取了较为代表性的模型来作为参照模型. 在基于特征工程

的有监督学习方法中, 选取了 Pinto 模型 [6]. Pinto 模型将观察窗口切分为等长的时间区间, 并将消息

在每个时间区间内的流行度增长量作为消息的特征表示. 在基于随机过程的流行度动力学模型中, 选

取了 RPP模型 [15]. RPP模型采用了自增强泊松过程来刻画流行度的达到过程,并在建模过程中考虑
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图 7 (网络版彩图) 各模型流行度预测效果对比

Figure 7 (Color online) Prediction performances of our
model and baseline models

图 8 (网络版彩图) 不同 K 值下模型的预测效果对比

Figure 8 (Color online) Prediction performances under
different settings of K

了消息本身的质量、时间衰减效应, 以及 “富者愈富” 机制的影响, 在论文引用数据上取得了较好的预

测效果. 后续的实验分析中, 用 MixRPP 模型来指代我们提出的模型.

评价指标方面, 选择了平均绝对百分误差 (mean absolute percentage error, MAPE) 来作为模型

的评价指标. MAPE 值反映了预测结果偏离真实结果的程度, 被广泛应用于回归类问题的评价之中.

MAPE 值的定义如下:

MAPE(t) =
1

m

∑
i

∣∣∣∣∣ri(t)− r̃i(t)

ri(t)

∣∣∣∣∣,
其中, m 是测试集的大小, ri(t) 表示 t 时刻消息 i 的真实流行度, r̃i(t) 表示模型对消息 i 在 t 时刻的

流行度的预测. MAPE 的值越低, 表示模型的预测效果越好.

4.3 实验结果

本文模型和参照模型在真实数据集上的预测效果如图 7 所示. 从实验结果上可以看出, 在微博转

发数预测问题上, 基于随机过程的预测方法的效果要优于基于有监督学习的方法, 这也说明了刻画转

发数增长过程对于消息转发数预测问题的重要性. 对比本文模型和 RPP 模型的预测效果可以看出,

利用子过程叠加的形式来刻画微博消息的去中心化传播过程, 能够有效地提升预测效果.

4.4 实验分析

实验分析部分, 首先研究了子过程的个数 K 对模型预测效果的影响.将 K 值从 2遍历到 6, 并记

录了不同 K 值下模型的预测效果,结果如图 8所示. 从结果中可以看出,当 K 取值 2到 5时,模型的

预测模型没有太大变化; 当 K 值继续增大到 6 时, 模型的预测效果有了明显的下降. 这也说明虽然微

博的传播过程是去中心化的, 但是能引发 “二次传播” 的节点个数并不会太多. 因此, 在模型预测效果

对比实验中, 将 K 值设置为 3.

我们还从实验数据中选取了一些样例来展示本文提出的模型能够较好地刻画消息的去中心化传

播过程. 图 9 中展示了两条示例微博. 其中, 图 9(a) 和 (c) 展示了 3 条走势曲线, 分别为消息在发出
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图 9 (网络版彩图) 传播样例分析

Figure 9 (Color online) Case study of two example cascades. (a) Popularity growth prediction for example cascade 1;

(b) diffusion structure of example cascade 1; (c) popularity growth prediction for example cascade 2; (d) diffusion structure
of example cascade 2

后 4 小时内真实的转发数增长过程以及 RPP 模型和我们提出的模型对其作出的预测; 图 9(b) 和 (d)

则展示了各消息在观测窗口内的传播级联结构. 通过观察传播级联结构可以发现, 上方示例微博的传

播级联呈现出一种明显的去中心化结构, 图 9(b) 中的转发团簇对应着 “二次传播” 现象. 在对这条微

博的流行度增长过程进行预测时, 可以看到 RPP 模型表现出了明显的偏差, 而且偏差随着时间的推

移不断扩大; 而我们提出的模型, 无论是在观测窗口内的到达过程建模, 还是在后续时刻的流行度预

测表现上, 都要明显地优于 RPP 模型. 下方示例微博整体上呈现出单源传播的结构. 从图 9(c) 的增

长趋势预测图中可以看出, 在建模单源传播过程时, RPP 模型可以取得比较好的结果, 而我们提出的

模型在建模单源传播结构时, 同样取得了比较好的结果.

5 总结

本文首先对微博平台中消息的传播数据进行了分析, 发现部分中间转发消息会引起 “二次传播”

现象, 从而使得消息的整体传播过程呈现出一种去中心化的结构, 而且这种去中心化的传播结构在社

交媒体中广泛存在, 使得社交媒体中消息的流行度预测问题变得更有挑战性. 我们对现有的流行度预
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测方法进行了总结, 并分析了现有方法在建模去中心化的消息传播过程中存在的缺陷和不足. 我们进

一步分析了去中心化的传播过程, 发现整个传播过程可以被拆分为几个单源传播子过程的叠加. 基于

这一观察, 提出了一种叠加 RPP 模型的方法来建模微博消息的传播过程. 与传统的方法相比, 本文方

法不仅放宽了 RPP 模型的单源传播限制, 同时也解决了基于自激励 Hawkes 过程的模型存在的参数

学习困难的缺陷. 本文方法重点关注于中心转发消息所引发的子传播过程的建模, 既满足去中心化结

构的建模要求, 同时大大减少了参数个数. 在实际数据集上的实验结果表明, 本文的模型不仅能更好

地刻画微博消息的流行度到达过程, 而且在流行度预测问题上的表现也优于现有的模型.
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Decentralized cascade dynamics modeling
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Abstract Social network platforms have gradually transformed into social media in recent years, which greatly

eases information diffusion. Meanwhile, it also makes the task of popularity prediction for online information more

challenging. Traditional popularity prediction methods include supervised methods based on feature engineering

and popularity dynamics modeling methods based on stochastic processes. The latter group of methods has drawn

a wide attention as it works better for predicting individual items’ popularity. However, the existing methods have

ignored the decentralization characteristic of diffusion cascades. In this paper, we investigate the decentralized

structure of diffusion cascades, based on the Weibo dataset, and propose to model cascade dynamics by mixing a

bunch of reinforced Poisson processes (RPP). The overall diffusion cascade is a mixture of several sub-cascades,

each of which can be modeled by RPP. Experimental results on real world datasets demonstrate our proposed

model’s superiority in both characterizing popularity dynamics and predicting future popularity.

Keywords social network, social media, popularity prediction, decentralization, RPP model
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